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ANOTĀCIJA 

IKP PROGNOZĒSANA, EKONOMETRISKIE MODEĻI, MAŠĪNMĀCĪŠANĀS  

Maģistra darbā tiek aplūkota Latvijas IKP pieauguma tempu prognozēšanas 

problēma. Pētījuma mērķis ir izpētīt un pielietot ekonometriskās metodes un 

mašīnmācīšanās algoritmus, kā arī salīdzināt iegūtos rezultātus. Īpaša uzmanība pētījuma 

ietvaros pievērsta datu vākšanas procesam un apstrādei, jo tika izveidotas pseidoreālu 

apstākļu simulācijas datu versijas ar mērķi nodrošināt objektīvākas prognozes. Pētījuma 

rezultāti rāda, ka mašīnmācīšanās algoritmi kopumā nodrošina statistiskajiem modeļiem 

līdzvērtīgu prognozēšanas precizitāti. Aplūkotajā periodā līdz 2020. gadam precīzākas 

prognozes sniedza mašīnmācīšanās algoritmi, savukārt pēdējos gados, mainoties 

ekonomiskajiem apstākļiem, labākus rezultātus uzrādīja statistiskie modeļi. Darbs var būt 

noderīgs makroekonomiskās modelēšanas speciālistiem un pētniekiem, kurus interesē 

mūsdienīgu analītisko rīku pielietojums ekonomikā. 

Maģistra darbā ir 96 lappuses, 26 attēli, 2 tabulas, 3 pielikumi un 43 informācijas 

avoti. 
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ABSTRACT 

GDP NOWCASTING, ECONOMETRIC MODELS, MACHINE LEARNING  

The master's thesis examines the problem of forecasting Latvia's GDP growth rates. 

The aim of the research is to explore and apply econometric methods and machine learning 

algorithms, as well as to compare the obtained results. Special attention within the study is 

given to the process of data collection and processing, as pseudo-real data simulations were 

created to ensure more objective forecasts. The results of the study show that machine 

learning algorithms generally provide forecasting accuracy comparable to that of statistical 

models. During the analyzed period up to 2020, machine learning algorithms offered more 

accurate forecasts, while in recent years, as economic conditions changed, statistical 

models produced better results. This work may be useful for macroeconomic modeling 

specialists and researchers interested in the application of modern analytical tools in 

economics. 

The master's thesis consists of 96 pages, 26 figures, 2 tables, 3 appendices, and 43 

sources of information.  
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Boosting) 
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IEVADS 

Iekšzemes kopprodukts (IKP) ir viens no galvenajiem rādītājiem valsts ekonomiskās 

situācijas novērtēšanai un ļauj salīdzināt dažādus attīstības periodus vienas valsts ietvaros, 

kā arī valstis savā starpā. Precīza IKP prognozēšana ļauj savlaicīgi reaģēt uz izmaiņām un 

ir noderīga ekonomikas plānošanai un politikas veidošanai, kas vienmēr ir ļoti aktuāls 

valsts attīstībai. Prognožu veikšanai plaši pielietotas statistikas metodes ne vienmēr spēj 

korekti atspoguļot dinamiskās ekonomiskās izmaiņas, tāpēc ir svarīgi izpētīt iespējas 

uzlabot prognozes precizitāti. Šī darba ietvaros Latvijas IKP prognozēšanai tiks pielietotas 

mašīnmācīšanas metodes un to efektivitāte būs salīdzināta ar tradicionālajām statistikas 

metodēm. 

Šajā pētījumā tiek izvirzīta hipotēze, ka mašīnmācīšanās metodes var nodrošināt 

precīzākas IKP prognozes nekā tradicionālās statistikas metodes, jo tās labāk spēj 

pielāgoties kompleksām un nelineārām ekonomikas izmaiņām. 

Papildu motivācija šim pētījumam ir arvien populārāko prognozēšanas metožu 

pielietošana Latvijas IKP prognozēm un solis mūsu valsts IKP prognožu integrēšanai 

lielāka mēroga projektos, piemēram, Šveices “The Nowcasting Lab”. Šī gada marta 

prezentācijā autori publicēja vairāku savu modeļu paplašinājumu un mašīnmācīšanās 

algoritmu iekļaušanu (Kronenberg, 2025). Algoritmi vēl nav parādījušies vietnē, tāpēc var 

droši teikt, ka šis darbs ir ļoti atbilstošs un savlaicīgs, bet to iespējamā integrācija būtu 

interesants solis šī pētījuma potenciālajai attīstībai. 

Darba mērķis ir izpētīt un pielietot statistikas un mašīnmācīšanās algoritmus 

Latvijas IKP prognozēšanai un salīdzināt iegūtus rezultātus. Ja prognožu precizitāte būs 

zemāka nekā klasiskajām metodēm šis ir jebkurā gadījumā interesants pētījums, bet ja 

rezultāti ir tuvu vai pārsniedz tās, tad šo darbu var izmantot turpmākiem pētījumiem šajā 

jomā. 

Galvenie no šī darba uzdevumiem ir definēti sekojoši: 

− izpētīt IKP prognozēšanas nianses un atbilstoši sagatavot datu kopu; 

− izvēlēties un pielietot algoritmus IKP prognožu veikšanai; 

− apkopot rezultātus un veikt secinājumus par izvēlēto algoritmu efektivitāti. 

Šim darbam ir vairākas sadaļas, kurās aprakstīti galvenie pētījuma soļi. Teorētiskajā 

daļā ir aprakstīts, kas ir IKP un kā tas tiek aprēķināts Latvijā. Tajā sniegta arī 
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pamatinformācija par vēsturisku aprēķinu pirmsākumiem pasaulē un IKP aprēķināšanas 

posmiem Latvijā. Papildus tiek sniegts ievads par to kas tieši šajā jomā parasti tiek 

prognozēts un kāda tam ir pievienotā vērtība.  

Darba otrajā daļā ir aprakstīts visas darbības ar datiem. Šis ir galvenais punkts bez 

kura augstas kvalitātes prognozēšana nav iespējama, tāpēc detaļās tiek aprakstīti visi 

posmi. Pirmais solis ir datu iegūšanas metodes, primārās pirmapstrādes un mainīgo atlases 

metodes analīze. Tālāk ir aprakstīta apjomīga daļa par datu versiju izveidi, izmantojot 

atribūtu publikācijas kalendārus, lai simulētu pseidoreālus apstākļus modelēšanai. Šis ir 

svarīgs solis, lai modeļa prognozes tuvinātu reālajām, ko varēs novērot nākotnes datos, un 

novērst iespēju modeļiem izmantot informāciju, kas uz prognozēšanas brīdi nav pieejama. 

Datu sagatavošanas posmā arī tika nodrošināts, ka modeļa pazīmes un atkarīgais 

mainīgais būtu vienādā frekvencē. Vadošo faktoru dati tiek publicēti biežāk nekā IKP dati, 

kas no vienas puses ļauj veikt prognozēšanu, bet no otras prasa realizēt pārveidojumu pirms 

modelēšanas. Šajā sadaļā tiek aplūkota arī laikrindu stacionaritātes pārbaude un tiek pētīta 

datu revīziju problēma. 

Nākamajā sadaļā ir aplūkota modeļu klasifikācija un detalizēti aprakstītas šajā darbā 

izmantotās pieejas un modelēšanas algoritmi. 

Darba noslēguma daļās ir izklāstītas rezultātu novērtēšanas metodes, modeļu 

īpatnību apraksts,  kā arī prognožu kvalitātes salīdzinošā analīze. Darba noslēgumā ir 

formulēti secinājumi un ieteikumi turpmākajiem pētījumiem.  
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1. TEORĒTISKAIS IETVARS 

1.1. IKP novērtēšanas aspekti 

IKP ir diezgan viegli saprotams, bet nav triviāli izveidojams un pareizi interpretējams 

noteiktas valsts vai savienības ekonomikas rādītājs. Teorētiski tas parāda valstī iegādāto 

vai pārdoto preču un pakalpojumu daudzumu. Tas iekļauj jebkuras preces vai 

pakalpojumus, ko var iegādāties, piemēram, pārtikas vai saimniecības preces pārdošanu 

veikalos, juridiskos pakalpojumus, skaistumkopšanas salonu apmeklējumus, 

lauksaimniecības produktu iegādi, izdevumus par māju celtniecību, ka arī valdības 

iepirktos ieročus, māju restaurāciju, investīcijas jaunā ražošanas aprīkojumā un visus 

pārējos pirkumus un pārdošanu valsts teritorijā. 

Svarīgi pieminēt, ka katram produktam vai pakalpojumam var reģistrēt divus pretējus 

darījumus, jo kad viens pērk, tad otrs pārdod. Tas ļauj aprēķināt IKP gan pēc izdevumiem, 

gan pēc ienākumiem, jo skaitļiem jābūt vienādiem. Papildus tiek aprēķināts arī IKP no 

ražošanas puses, kas skaita visu ekonomikas nozarēs radīto pievienoto vērtību. 

IKP ir viens no ekonomiskās aktivitātes pamatrādītājiem, kas sniedz ieskatu valsts 

ekonomiskajā situācijā un palīdz salīdzināt dažādu valstu attīstības un dzīves līmeni.  

Valdības un centrālās bankas izmanto IKP datus, lai plānotu budžetu, regulētu nodokļus, 

noteiktu procentu likmju līmeni un izstrādātu ekonomisko politiku. 

Kā tiek aprēķināts IKP? Tas ir sarežģīts process, kas prasa daudz laika statistikas 

iestādēm gan Latvijā, gan citās pasaules valstīs. Statistikas institūcijām ir nepieciešams 

izsekot visiem iespējamiem darījumiem, kas saistīti ar pirkšanu/pārdošanu un pakalpojumu 

sniegšanu, kas ir ļoti laikietilpīgs process. Pie tam iestādēm jāseko konkrētajām 

metodoloģijām, lai process varētu būt pēc iespējas unificēts starp dažādām valstīm. 

Latvijas oficiālās statistikas portālā ir norādīta informācija par aprēķinos pielietotu 

metodoloģiju un datu avotiem (Centrālā statistikas pārvalde (CSP), 2025a). Piemēram, 

ceturkšņa IKP aprēķini “tiek veikti atbilstoši Eiropas nacionālo un reģionālo kontu sistēmas 

(EKS 2010) metodoloģijai, iekļaujot šādus datu avotus: 

− uzņēmumu, iestāžu ceturkšņu un mēnešu pārskati; 

− CSP veiktā darbaspēka apsekojuma dati; 

− Finanšu ministrijas, Valsts kases un Valsts ieņēmumu dienesta dati; 
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− Latvijas Bankas; 

− Agroresursu un ekonomikas institūta dati.” 

Kā augstāk bija minēts, IKP rēķina no trīs dažādiem aspektiem izmantojot dāžādas 

formulas, bet gala vērtība sakrīt visiem aprēķinu variantiem. Skatoties IKP vērtējumu no 

ražošanas puses, to aprēķinu var izteikt sekojošā formulā: 

 IKP𝑟𝑎ž = visu nozaru PV summa + produktu nodokļi − subsīdijas,  (1.1.) 

kur IKP𝑟𝑎ž – IKP novērtējums no ražošanas aspekta; 

𝑃𝑉 – pievienotā vērtība. 

Otrais variants kā aprēķina IKP ir izdevumu pieeja, tajā novērtē IKP no izlietojuma 

aspekta, kas ir izteikts sekojoši: 

 IKP𝑖𝑧𝑙 = GPI + BKV + PPE − PPI,  (1.2.) 

kur IKP𝑖𝑧𝑙 – IKP novērtējums no izlietojuma aspekta; 

𝐺𝑃𝐼 – galapatēriņā izdevumi; 

𝐵𝐾𝑉 – bruto kapitāla veidošana; 

𝑃𝑃𝐸 – preču un pakalpojumu eksports; 

𝑃𝑃𝐼 – preču un pakalpojumu imports. 

Lai gan šīs formulas jau izskatās komplicēti, kopējā priekšstata veidošanai 1.1. attēlā 

parādīts fragments no dokumenta par ceturkšņa nacionālo kontu avotiem un metodēm, ko 

izmanto Latvijā. Tajā redzams, ka katrs formulas loceklis papildus sadalās dažādās 

komponentēs. Salīdzinājumā ar formulu (1.2.) novērtēšanas process realitātē ir vēl 

izvērstāks un sarežģītāks. 
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1.1. att. IKP no izdevuma puses novērtēšanas metode 

(aizgūts no (CSP, 2021)) 

Kopā ar divām iepriekšējām metodēm vienlaikus arī notiek IKP novērtēšana no 

ienākumu puses, kas tiek aprēķināta šādi: 

 IKP𝑖𝑒𝑛 = DA + RIN − subsīdijas + BDR + BJI,  (1.3.) 

kur IKP𝑖𝑒𝑛 – IKP novērtējums no ienākumu aspekta; 

𝐷𝐴 – darbinieku atalgojums; 

𝑅𝐼𝑁 – ražošanas un importa nodokļi; 

𝐵𝐷𝑅 – bruto darbības rezultātu; 

𝐵𝐽𝐼 – bruto jauktie ienākumi. 

Apskatot dažādās aprēķina metodes, kļūst acīmredzams, ka valsts IKP aprēķināšana, 

kā tika minēts iepriekš, patiesībā ir ļoti rūpīgs darbs, kas prasa liela datu apjoma vākšanu, 

apkopošanu un pareizu interpretāciju. Piemēram un vienkāršākai uztverei, zemāk ir 1.2. 



13 

 

attēlā parādīti trīs veidi vienas un tās pašas IKP vērtības iegūšanai, izmantojot trīs dažādas 

pieejas. 

 

 

1.2. att. 2024. gada IKP vērtības novērtējums no dažādiem aspektiem 

(aizgūts no (CSP, 2025)) 

1.2. Vēsturisks ieskats 

Saskaņā ar (Assa, 2019) no 17. gadsimta vidus līdz Pirmā pasaules kara beigām 

atsevišķi cilvēki veica nacionālā ienākuma aplēses, lai pamatojoties uz datiem, sniegtu 

rekomendācija un pamatotu savus politiskos uzskatus. Saskaņā ar vairumu IKP vēstures 

aprakstu, situācija sāka mainīties 1920.–1930. gados, kad arvien vairāk valdību sāka 

nodarboties ar nacionālā ienākuma aprēķināšanu. Papildus acīmredzamajai 

institucionālajai pārejai no indivīdu brīvības paust savus politiskos uzskatus un izteikties 

par vai pret noteiktiem likumiem uz objektīvākām valdības struktūrām, valdības statistiķi 

ir pievērsušies tehniskām novērtēšanas metodēm. 

Amerikāņu ekonomists Saimons Kuznets 1934. gadā prezentēja pirmos nacionālā 

ienākuma novērtējumus (Kuznets, 1934), bet trīs gadu vēlāk 1937. gadā – zinātnisku 
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ziņojumu par nacionālo ienākumu un ražošanu laika posmā no 1929. līdz 1935. gadam 

(Kuznets, 1937). Līdz tam laikam detalizētas izpratnes par valsts saimniecisko darbību 

nebija pieejamas. Kuznets arī pārrēķināja ASV nacionālos kontus līdz pat 1869. gadam, 

kas kļuva par pamatu turpmākiem starptautiskiem salīdzinājumiem. 

Eiropā līdzīgas nacionālo kontu sistēmas sāka ieviest pēc Otrā pasaules kara 

ekonomikas atjaunošanas kontekstā. 1953. gadā Apvienoto Nāciju Organizācija izstrādāja 

pirmo nacionālo kontu sistēmas versiju, kas kļuva par starptautisku standartu IKP 

aprēķināšanai. Kopš tā laika Eiropas valstis pakāpeniski pārgāja uz IKP izmantošanu kā 

galveno makroekonomisko rādītāju. Tādējādi sistemātiska IKP mērīšana sākās ASV 1930. 

gados, bet Eiropā pāris dekādes vēlāk 1950. gados ar starptautisko standartu ieviešanu. 

Sistemātiska IKP mērīšana Latvijā sākās 20. gadsimta 90. gadu sākumā pēc 

neatkarības atgūšanas no Padomju Savienības 1991. gadā. Līdz tam Latvijas ekonomiskie 

rādītāji tika iekļauti PSRS statistikā un netika uzskaitīti atsevišķi. Zemāk ir atspoguļota 

Latvijas IKP absolūto vērtību diagramma (1.3. att.). 

 

 

1.3. att. Latvijas IKP absolūtas vērtības, M$ 

(aizgūts no (Countryeconomy.com, 2025)) 

Latvijas tautsaimniecības attīstības periods pēc PSRS laikiem detalizētajā aprakstā 

(Bitāns & Purviņš, 2012) ir sadalīts dažādos posmos. Pirmos posmus autori apraksta 

sekojoši: “1990. – 1993. gadu raksturo straujš inflācijas kāpums, sasniedzot hiperinflācijas 
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līmeni, un ekonomiskā lejupslīde, aktivitātei 1992. gadā samazinoties gandrīz par trešdaļu. 

1994. – 1999. gadā notika tautsaimniecības makroekonomiskā stabilizācija, kas deva 

impulsu ekonomiskās izaugsmes atjaunošanai, un šajā laikā veiktās reformas lika pamatu 

tautsaimniecības modernizācijai.” Jaunā gadsimta sākumā situācija nedaudz mainījās, jo 

uzmanība tika pievērsta uz pievienošanos Eiropas Savienībai: “2000. – 2004. gadā, Latvijai 

tuvinoties ES, norisinājās arī pakāpeniska ekonomiskās vides un tiesību aktu saskaņošana 

ar ES prasībām. Nostiprinoties pārliecībai par ekonomisko reformu neatgriezeniskumu, 

auga arī investīciju ieplūde tautsaimniecībā, kas ļāva pilnībā izpausties Latvijas 

tautsaimniecības potenciālam.” Latvijas IKP pārmaiņu temps sākot ar 1990. gadu ir 

parādīts 1.4. attēlā dotā diagrammā. 

 

 

1.4. att. Latvijas IKP pārmaiņu temps no 1990. līdz 2004. gadam 

(aizgūts no (Bitāns & Purviņš, 2012)) 

Kopš 1995. gada Latvijas statistika kļuva stabilāka un vairāk pietuvināta 

starptautiskajiem standartiem. No šī brīža CSP regulāri publicē gan gada, gan katra 

ceturkšņa IKP novērtējumus. 

2004. gadā. iestājoties Eiropas Savienībā, Latvijā tika pielāgotas arī statistikas datu 

vākšanas un metodoloģijas vadlīnijas. Statistiskie dati kļuva vēl caurspīdīgāki un 

atbilstošāki ES standartiem, kas ļāva veikt precīzākus starptautiskos salīdzinājumus un 

analizēt valsts ekonomikas dinamiku. 

Tādējādi var izdalīt vairākus posmus Latvijas IKP aprēķinu vēsturē: 
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− 1990. – 1991. gadi: patstāvīga IKP uzskaites sākums pēc izstāšanās no 

PSRS sastāva; 

− 1992. – 1994. gadi: ekonomisko grūtību un nestabilitātes periods, ko 

raksturoja būtiskas IKP svārstības; 

− kopš 1995. gada: starptautisko novērtēšanas standartu ieviešana un regulāra 

statistisko datu publicēšana; 

− kopš 2004. gada: lielāka datu caurspīdība un pilnīga atbilstība Eiropas 

Savienības (ES) standartiem pēc iestāšanās ES. 

Šie posmi atspoguļo Latvijas ceļu no pārejas ekonomikas uz integrāciju 

starptautiskajā ekonomiskajā kopienā. 

1.3. Prognozēšana 

Viens no pamatjautājumiem pirms prognozēšanas vienmēr ir neatkarīgais mainīgais, 

citiem vārdiem sakot ir svarīgi saprast kas ir prognozēs mērķis. Šīs problēmas kontekstā 

no tehniskās puses loģiski izskatās divi varianti – absolūtu vērtību vai pieauguma tempa 

izmaiņas. Ekonomikā parasti prognozē IKP pieauguma tempa lielumu nevis absolūto 

vērtību un tas notiek dažādu iemeslu dēļ. Pirmkārt, tieši temps vislabāk atspoguļo izmaiņas 

ekonomikā un ļauj salīdzināt situāciju starp dažādām valstīm un laika periodiem. Tas ir 

izteikts procentos un skaidri parāda vai ekonomika attīstās straujāk vai palēninās. Absolūto 

vērtību ir grūti salīdzināt starp dažādiem periodiem vai valstīm. Otrkārt, IKP pieauguma 

temps ir ērtāks rādītājs investoriem, politikas veidotājiem un starptautiskām institūcijām, 

jo tas ļauj viegli novērtēt ekonomiskās izaugsmes virzienu un ātrumu. Vēl viens svarīgs 

aspekts ir tas, ka absolūtā IKP prognozēšana ir sarežģītāka, jo tā prasa precīzus datus par 

inflāciju, valūtas kursiem un citām mainīgām struktūrām, kamēr pieauguma temps ir 

salīdzinoši stabilāks un sniedz skaidrāku priekšstatu par reālo ekonomisko izmaiņu virzību. 

IKP datus parasti publicē reizi ceturksnī 2 mēnešus pēc ceturkšņa beigām, ka arī gada 

IKP novērtējumus par iepriekšējo gadu. Prognozēšanai ir vairāk pieprasīti tieši ceturkšņa 

pieauguma tempi, jo tie sniedz aktuālāku un detalizētāku ieskatu par ekonomikas attīstību 

īstermiņā. Ceturkšņa rādītāji palīdz ātrāk pamanīt pārmaiņas ekonomikā, piemēram tādus, 

kā krīzes sākumu, atveseļošanos vai citus būtiskus pavērsienus, kamēr gada dati šīs 

izmaiņas atspoguļo ar lielāku novēlošanos. Investoriem un politikas veidotājiem savas 

stratēģijas pielāgošanai var noderēt laicīgi signāli par IKP pieauguma tempu izmaiņām. 
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Par vienu no labi realizētiem risinājumiem īslaicīgajai IKP prognozēšanai Eiropas 

valstīm var uzskatīt Šveices “The Nowcasting Lab” projektu, kas ir atrodams 

nowcastinglab.org mājaslapā un detaļās aprakstīts darbā ar nosaukumu “The Nowcasting 

Lab: Live Out-of-Sample Forecasting and Model Testing” (Kronenberg et al., 2023). 

Darba autori izstrādājuši automatizēta koda – datubāzes – mājaslapas vidi ar kuru 

palīdzību prognozē atsevišķu valstu un Eiropas teritorijas kopā IKP pieauguma temps 

tekošajā ceturksnī un vienu ceturksni uz priekšu. Autoriem pagaidām nav izstrādāta 

risinājuma Baltijas valstīm,  kas bija papildus motivācija pamēģināt uztaisīt tehniski labu 

risinājumu arī Latvijai. Lai arī augstāk minētais Šveices projekts prognozē IKP pieauguma 

tempus gan tekošajam ceturksnim, gan vienu uz priekšu, parasti prognozēšanas kvalitāte 

ilgākam periodam strauji samazinās, tāpēc šajā darbā tika izvēlēts fokusēties prognozēšanai 

tekošajam ceturksnim. Gadījumā, ja šī darba prognozēšanas modeļi pieradīs sevi uz reāliem 

datiem, tad šo darbu var izmantot kā bāzi un palielināt prognožu diapazonu. 

Šajā darbā, balstoties uz nozares labāku praksi, tiek plānots izmantot vairākas 

prognozēšanas pieejas un algoritmus, sākot no vienkāršiem etalonmodeļiem līdz 

sarežģītākām ekonometriskām un mašīnmācīšanās metodēm. Sākotnēji kā bāzes līmeņa 

salīdzinājums tiek izmantoti vienkārši modeļi, kas prognozēšanai izmantot tikai tās pašas 

laikrindas datus. Tie pārsvarā izmanto iepriekšējo vērtību vidējos vai lineāras sakarības ar 

konkrētām iepriekšējām vērtībām. Šo modeļi lielāka priekšrocība ir to vienkāršība, bet tiem 

ir grūti paredzēt ekonomiski nestabilos periodos, jo modeļi skatās tikai uz pagātnes datiem.  

Lai šo problēmu risinātu, prognozēšanai var tikt izmantoti aktuālā ceturkšņa 

augstākas frekvences ekonomiskie indikatori. Parasti tiek izmantoti mēneša, bet atsevišķos 

gadījumos un valstīs tie var būt nedēļas un pat dienas dati. Šī informācija ļauj daudz ātrāk 

identificēt ekonomikas pārmaiņas un parasti veikt labākas kvalitātes prognozēšanu. Šajā 

nolūkā tiek izmantoti ekonometriski modeļi, kas var strādāt ar dažādām datu frekvencēm, 

kā arī pēdējā laikā popularitāti iegūstošie mašīnmācīšanās algoritmi. Pēdējie minētie ļauj 

efektīvi apstrādāt nelineāras sakarības, kas potenciāli var nodrošinot augstāku prognožu 

precizitāti. 

Šī darba nākamajās nodaļās tiek apskatīti augstāk minētie modeļi, bet jebkurš 

prognozēšanas modeļu izstrādāšanas process sākas ar datu iegūšanu un apstrādi, kas ir 

izklāstīta turpmākajā darba daļā.  
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2. DATI 

2.1. Datu iegūšana 

Viens no tehniski netriviālajiem posmiem šajā darbā bija datu ielādes posms. Parasti 

vienkāršākais veids kā to īstenot ir datu ielāde no lokāliem “csv” vai “xlsx” failiem, kam 

seko turpmāka to apstrāde. Šī ir manuāla pieeja kuru ir salīdzinoši vienkārši realizēt, jo tā 

prasa minimālas tehniskās zināšanas. Metode ir īpaši efektīva, strādājot ar iepriekš 

apkopotām un strukturētām datu kopām, kā arī darbam bezsaistes režīmā. Šī ir ērta bija un 

tika izmantota algoritmu veidošanas sākotnējos posmos, kad tika izmantots mazāks 

neatkarīgo mainīgu skaits. 

Tomēr ātri kļuva pašsaprotami, ka mūsu datu specifika atklāj šīs metodes 

acīmredzamus ierobežojumus, tādēļ tika apsvērts automatizētāks datu ielādes risinājums. 

Pirmais iemesls bija liels potenciāli iekļaujamo mainīgu skaits, kas varētu tikt izmantoti 

prognozēšanas modeļu veidošanā – kopējais mainīgu skaits pārsniedza vairākus simtus. 

Turklāt dati nepārtraukti tiek atjaunoti, un tas notiek ar atšķirīgu biežumu dažādām rādītāju 

grupām. Vēl viens būtisks aspekts bija modeļu izmantošana nākotnes prognozēm – ja tiek 

veidotas vēsturiskas prognozes, tad pietiek ar jau publicēto datu ielādi, bet mūsu mērķis 

bija izveidot R programmas skriptu, ko jebkurā brīdī varētu palaist, lai novērtētu modeļu 

prognožu atbilstību aktuālajām nākotnes IKP pieauguma tempa vērtībām. Šāda pieeja ļauj 

daudz precīzāk novērtēt modeļu kvalitāti un vērtību reālajā dzīvē, nevis tikai balstoties uz 

vēsturisko datu prognozēm. 

Ņemot vērā visus iepriekš minētos argumentus, tika pieņemts lēmums izstrādāt datu 

ielādes risinājumu, izmantojot lietojumprogrammas saskarnes (API) pieprasījumus. Šī 

metode nodrošina piekļuvi aktuāliem un mērogojamiem datu avotiem, taču tā prasa izpratni 

par savienojuma konfigurāciju un datu pārsūtīšanas formātiem. Tālāk tiks apskatīti API 

pieprasījumu konfigurēšanas un uzstādīšanas posmi, kas tika izmantoti šajā darbā. 

Oficiālās statistikas portāla mājaslapā ir pieejama sadaļa par API pieprasījumu 

uzstādīšanu, kurā atrodama noderīga informācija un pieprasījumu struktūras piemērs, kas 

ir redzams zemāk noradītajā json formatā atgriezto datu koda gabalā (CSP, 2020). 
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{ 

  "query": [ 

    { 

      "code": "ECOICOP", 

      "selection": { 

        "filter": "vs:VS_ECOICOP", 

        "values": [ 

          "00" 

        ] 

      } 

    }, 

    { 

      "code": "ContentsCode", 

      "selection": { 

        "filter": "item", 

        "values": [ 

          "PCI020m6" 

        ] 

      } 

    }, 

    { 

      "code": "TIME", 

      "selection": { 

        "filter": "item", 

        "values": [ 

          "2020M02" 

        ] 

      } 

    } 

  ], 

  "response": { 

    "format": "px" 

  } 

} 
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Viens solis pirms pareizā pieprasījuma konfigurācijas izveides posma ir datu 

pieprasīšanas ceļu norādīšana. Adreses piemērs datu kopai “Iekšzemes kopprodukts no 

ražošanas aspekta” ar iekšējo kodu ISP010c izskatās šādi (1. pielikums): 

api_url <-"https://data.stat.gov.lv/api/v1/en/OSP_PUB/START/VEK/IS/ISP/ISP010c". 

 Alternatīvi vienas no modeļa atribūtu grupas “Eksports un imports pa valstu 

grupām”, kas tiek publicēta ar kodu ATD100m pieprasīšanas ceļa piemērs:  

api_url <-"https://data.stat.gov.lv/api/v1/en/OSP_PUB/START/TIR/AT/ATD/ATD100m". 

Koda pēdējais burts norāda datu publicēšanas biežumu – burts “c” apzīmē ceturkšņa 

datus, savukārt “m” – mēneša datus. 

Nākamajā solī pēc pareizi norādīta ceļa, pieprasījuma konfigurēšanas laikā var 

norādīt dažādus filtrus nepieciešamo datu atlasīšanai un izvēlēties atbildes formātu. Ja 

pieprasījums ir korekti izveidots, tad, atkarībā no izvēlētā formāta, saņemtie dati ir 

atbilstoši jāapstrādā turpmākai analīzei un izmantošanai prognozēšanas modeļu izstrādē. 

2.2. Mainīgo analīze un sākotnējā atlase 

Kopējais mēneša mainīgo skaits paša sākumā pēc datu iegūšanas ir 542. Tie var tikt 

apvienoti lielākās grupās, kas atbilst CSP noradītajiem kodiem. Mainīgo grupas var aplūkot 

2.1. tabulā norādītajā kopsavilkumā. Tie ir sakārtoti pēc datu pieejamības pēc mēneša 

beigām sākot ar ātrāk publicējamajiem. 

2.1. tabula 

Mēneša mainīgo raksturojums 

Rādītāju grupa CSP kods Rādītāju skaidrojums Sākuma 

gads 

Mainīgo 

skaits 

Uzņēmējdarbības 

prognozes 

(konjunktūras 

rādītāji) 

KRB010m Konjunktūras rādītāji būvniecībā 

pēc darbības veida  

2001 20 

KRB030m Saimniecisko darbību 

ierobežojošie faktori būvniecībā 

pēc darbības veida  

2001 28 

KRE010m Galvenie uzņēmēju noskaņojuma 

rādītāji  

1993 2 

KRE020m Konfidences rādītāji  1993 4 

Patēriņa cenas PCI030m Patēriņa cenu indeksi  1991 1 
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PCI020m Patēriņa cenu indeksi un pārmaiņas 

grupās un apakšgrupās  

1996 149 

PCS010m Saskaņotais patēriņa cenu indekss 

un pārmaiņas grupās un 

apakšgrupās  

1996 90 

Nodarbinātība NBL010m Nodarbināto skaits 15-74 gadu 

vecumā pēc dzimuma  

2002 3 

Bezdarbs NBB150m Bezdarbnieku skaits un bezdarba 

līmenis 15-74 gadu vecumā pēc 

dzimuma 

2002 6 

Tirdzniecība un 

pakalpojumi 

TIT010m Kopējā mazumtirdzniecības 

uzņēmumu apgrozījuma indeksi, 

salīdzināmajās cenās  

2000 1 

TIT021m Kopējā mazumtirdzniecības 

uzņēmumu apgrozījuma indeksi un 

pārmaiņas pa pamatdarbības 

veidiem  

2000 29 

TIT030m Mazumtirdzniecības uzņēmumu 

kopējais apgrozījums pa 

pamatdarbības veidiem  

2000 29 

Dabas resursi un 

ģeogrāfiskās ziņas 

LAL050m Svaigpiena iepirkums un kvalitāte 2002 1 

LAC020m Svaigpiena un gaļas vidējā 

iepirkuma cena 

2002 1 

Rūpniecība RUI030m Rūpniecības produkcijas apjoma 

indeksi nozarēs (no gada sākuma) 

2001 29 

RUI040m Apgrozījuma indeksi un pārmaiņas 

nozarēs 

2000 82 

Pensijas, pabalsti 

un sociālā 

aizsardzība 

PPP010m Sociālās apdrošināšanas un valsts 

sociālie pakalpojumi (pensijas, 

pabalsti, atlīdzības) 

2001 48 

Preču ārējā 

tirdzniecība  

ATD100m Eksports un imports pa valstu 

grupām  

1995 9 

Dzimstība IDS010m Dzīvi dzimušo un mirušo skaits 

pēc dzimuma 

1920 6 

Tūrisms TUV010m Viesnīcu izmantošanas rādītāji 1997 4 

 

Pirms ir veikta sākotnēja mainīgo atlase, kuras detaļas sniegtas 2. pielikuma kodā, 

katra līmeņu laikrinda tiek pārveidota par pieaguma tempu laikrindu, bet procentuālo 

izmaiņu laikrindas par procentpunktu starpībām starp tekošo un iepriekšējo vērtību. 

Visiem datiem publicēšanas solis ir viens mēnesis, bet neatkarīgais mainīgais ir uz 

ceturkšņa frekvences, tāpēc visiem iegūtiem atribūtiem ir nepieciešams veikt 

transformāciju no mēneša un ceturkšņa datiem. Tas tiek realizēts izmantojotkatram 

ceturksnim pēdējo sešu mēnešu datus jeb piecas pieauguma tempu vērtības, sākot ar šī 

https://stat.gov.lv/lv/statistikas-temas/iedzivotaji/dzimstiba/tabulas/ids010m-dzivi-dzimuso-un-miruso-skaits-pec-dzimuma?themeCode=ID
https://stat.gov.lv/lv/statistikas-temas/iedzivotaji/dzimstiba/tabulas/ids010m-dzivi-dzimuso-un-miruso-skaits-pec-dzimuma?themeCode=ID
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ceturkšņa trešo mēnesi (Camacho & Perez - Quiros, 2008). Attiecīgas piecas vērtības tālāk 

ir svērtas ar koeficientiem ⅓, ⅔, 1, ⅔, ⅓, sākot ar pēdējā mēneša pieauguma tempu un 

turpinot ar iepriekšējām vērtībām. Pēc pārveidošanas uz ceturkšņa frekvenci tiek papildus 

ģenerēti laikrindu nobīdes mainīgie līdz nobīdes kārtai vienādai ar četri, kas 5 reizes 

palielina atribūtu skaitu. 

Kad mums ir četurkšņa biežuma neatkarīgi mainīgie, ka arī laikrindas ar to nobīdēm, 

tad nākamais solis ir aprēķināt katrai no šīm laikrindām Pīrsona (Pearson) korelācijas 

koeficientus ar galveno atkarīgo IKP pieauguma tempa laikrindu. Pēc visām 

transformācijām un trūkstošu vērtību izņemšanas, kas paradījās dēļ nobīdes piemērošanas, 

mums ir pieejama datu kopa  no 2003. gada otrā ceturkšņa līdz 2024. gada ceturtajam 

ceturksnim. Laikrindas tika sadalītas trīs posmos: 

− laiks pirms COVID-19 pandēmijas, t.i. 2003. gada 2. ceturksnis - 2019. gada 

4. ceturksnis; 

− divi aktīvākie COVID-19 pandēmijas gadi, t.i. 2020. gada 1. ceturksnis – 

2021. gada 4. ceturksnis; 

− laiks pēc COVID-19 pandēmijas, t.i. 2022. gada 1. ceturksnis – 2024. gada 

4. ceturksnis. 

Katram no šiem posmiem un visiem mainīgajiem posma ietvaros tika aprēķināti 

Pīrsona korelācijas koeficienti attiecībā pret Latvijas IKP izaugsmes tempu galveno 

laikrindu. Izmantojot korelāciju koeficientu absolūtās vērtības katrā no posmiem, tika 

izveidoti mainīgo saraksti, kuros Pīrsona korelācijas koeficientu absolūtās vērtības ar 

galveno IKP pieauguma tempu sēriju bija augstākas par noteiktām robežvērtībām. 

Piemēram, garākajai sērijai, kas ir 2003. gada 2. ceturksnis – 2019. gada 4. ceturksnis, 

robežvērtība tika izvēlēta kā 0.5, 2020. – 2021. gada COVID-19 posma astoņiem 

ceturkšņiem tika noteikta augstākā vērtība 0.8, bet 2022. – 2024. gadam pēc COVID-19 

pandēmijas robežvērtība ir 0.7. 

Galvenā ideja bija izvēlēties tās pazīmes un to iepriekšējās vērtības, kas tika noteikts 

kā četri laika nobīdes periodi, kuriem ir liela tieša ietekme uz IKP pieauguma tempu 

izmaiņām, kas atspoguļosies lielajās korelācijas koeficientu absolūtās vērībās. Lai galveno 

uzsvaru liktu uz ilgo, periodu no 2003. līdz 2019. gadam, bet arī saglabātu svarīgākos 

mainīgos mazāk stabiliem periodiem, tika izvēlētas dažādas robežvērtības. Ja visiem 
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periodiem tiktu piemērots vienāds slieksnis, piemēram, 0.5, tas palielinātu mainīgo skaitu 

no mazāk stabilajiem periodiem, iekļaujot arī tādus mainīgos, kuri stabilajā laikā radītu 

vairāk trokšņa nekā sniegtu lietderīgu informāciju. Lai no tā izvairītos, bet vienlaikus 

nodrošinātu, ka modeļiem ir pieejama informāciju no pazīmēm, kas visvairāk korelē ar 

atkarīgo lakrindu arī turbulentos laikos, tika izvēlēti augstāki robežvērtību līmeņi. 

Nākamajā solī visi mainīgie, kas bija virs robežvērtībām, tika pārbaudīti attiecībā uz 

unikalitāti, lai noņemtu dublējošās pazīmes. Iegūtajam pazīmju sarakstam vēlreiz tika 

aprēķinātas Pīrsona korelācijas koeficienti starp visiem mainīgo pāriem un ar atkarīgo 

mainīgo – IKP izaugsmes tempiem. Tas tika izdarīts ņemot vērā tikai vairāk stabilu periodu 

pirms COVID-19 pandēmijas. Tālāk tika izslēgti tie atribūti, kuru absolūtās korelācijas 

koeficients ar citiem mainīgajiem pārsniedza 0.8, bet tajā pašā laikā korelācija ar galveno 

IKP laikrindu tiem bija zemāka. Rezultātā tika samazināts savstarpēji līdzīgo mainīgo 

skaits, saglabājot lielāko daļu to sniegtās informācijas. 

Pēdējā posmā no mainīgo nosaukumiem tika izņemti nobīžu apzīmējumi un tika 

ņemti tikai unikāli atribūti. Tas ļāva iegūt tikai sākotnējo mainīgo kopu arī tādos gadījumos, 

kad pēc visiem atlases un filtrēšanas soļiem galīgajā sarakstā bija viena un tā paša mainīgā 

dati ar dažādām nobīdēm. Tādā veidā tika izveidots saraksts ar mainīgo sākotnējiem 

nosaukumiem, kuri pēc tam varēja tikt izmantoti prognozēšanas modeļos. 2.1. attēlā ir 

aplūkots mainīgo skaits pa radītāju grupām, kas izgāja visus atlases posmus. 

 

 

2.1. att. Mainīgo skaita pēc sākotnējās atlases pa radītāju grupām  
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2.3. Datu sagatavošana modelēšanai 

Nākamajā solī pēc Latvijas IKP izaugsmes tempiem visvairāk korelēto mainīgo 

provizoriskās atlases bija datu sagatavošanas posms prognozēšanas modeļu tālākai 

veidošanai. Viens no galvenajiem uzdevumiem bija izveidot tā saucamos pseidoreālā laika 

datu kopas. Citiem vārdiem sakot, vajadzēja datos simulēt scenārijus, kas būtu pēc iespējas 

tuvāki reāliem apstākļiem kādos praksē tiek pieņemti ekonomiskie lēmumi, ņemot vērā 

zināmu kavēšanos un nepilnīgumu datu piegādē. Šajā gadījumā pseidoreāls nozīmē, ka 

netiek izmantoti oriģinālās publikācijas dati, bet gan pašreizējā 2025. gada maija laikrinda, 

kas jau ir vairākkārt pārskatīta. 

Izmantojot datus tādus, kādi tie ir, neveidojot pseidoreālas datu kopas, rezultāti 

izskatīsies pārāk optimistiski salīdzinājumā ar to, ko modelis spēs nodrošināt reālajā 

darbībā, jo modelēšanā tiek izmantoti dati "no nākotnes".  

Svarīgs konceptuāls lēmums bija datu versiju koncepcijas ieviešana. Katram 

prognozes ceturksnim tika ģenerētas astoņas datu kopu versijas. Versiju veidošanai tika 

izmantoti mēneša 1. un 16. datums, sākot ar prognozētā ceturkšņa otro mēnesi. Piemēram, 

lai prognozētu IKP pieauguma tempu pirmajā ceturksnī attiecībā pret iepriekšējā gada 

ceturto ceturksni, tika izmantotas versijas, sākot no 1. februāra un beidzot ar 16. maiju. 

Katrā no šīm prognozēšanas punktiem pieejamais mainīgo lielumu kopums tika veidots, 

stingri ievērojot reālos statistikas publicēšanas noteikumus, kuri bija definēti, izmantojot 

speciāli sagatavotu metadatu struktūru. Šajā struktūrā katrai atribūtu grupai bija norādīts 

publicēšanas datums, laika aizkavējums un vērtību pieejamības nosacījumi. Šī metadatu 

struktūras informācija  ir parādīta tabulā 2.2. 

2.2. tabula 

Metadati versiju veidošanai 

Atribūtu 

grupa 

Datu kavējuma mēnešu 

skaits 

Publikācijas mēneša 

diena 

Nākamās versijas 

mēneša diena 

KRB010m 0 28 1 

KRB030m 0 28 1 

KRE010m 0 30 1 

KRE020m 0 30 1 
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PCI030m 1 10 16 

PCI020m 1 10 16 

PCS010m 1 13 16 

NBL010m 1 20 1 

NBB150m 1 22 1 

TIT010m 1 30 1 

TIT021m 1 30 1 

TIT030m 1 30 1 

LAL050m 1 31 1 

LAC020m 1 31 1 

RUI030m 2 7 16 

RUI040m 2 7 16 

PPP010m 2 8 16 

ATD100m 2 12 16 

IDS010m 2 15 16 

TUV010m 2 19 1 

 

Tādējādi katram ceturksnim un katrai no astoņām versijām ceturkšņa ietvaros tika 

uzģenerētas atsevišķas datu kopas. Katrā datu kopā daļa informācijas par dažādiem 

mainīgajiem nebija pieejama, atbilstoši datu publicēšanas kalendāram. Pēc tam bija 

nepieciešams konvertēt mēneša datus ceturkšņa datos, lai saskaņotu neatkarīgo mainīgo un 

atkarīgā mainīgā – IKP ceturkšņa pieauguma tempu, datu novērojumu biežumu. 

Pazīmju transformācija un sagatavošana modeļiem tika veikta vairākos virzienos. No 

vienas puses, agregētas ceturkšņa vērtības tika veidotas, pamatojoties uz vienkāršu trīs 

mēnešu vidējo vērtību ceturksnī, kas atbilst tilta modeļu (angļu val. bridge model) 

metodoloģijai. No otras puses, tika saglabāta detalizācija pa mēnešiem jaukto frekvenču 

datu izlases (MIDAS) modeļu veidošanai, kas ļauj ņemt vērā augstas frekvences dinamiku 

ceturkšņa ietvaros. Papildus tika izmantots arī izlīdzināto datu variants, kas tiek izmantots 

gan faktoru modeļiem, gan mašīnmācīšanās modeļiem. Šajā pieejā transformācijai tika 

pielietota pieauguma tempu izlīdzināšana, izmantojot svērtos koeficientu lielumus. Pēdējo 

sešu mēnešu dati tika izmantoti, lai iegūtu piecas atribūta pieauguma tempa vērtības, kuras 

pēc tam tika svērtas ar koeficientiem ⅓, ⅔, 1, ⅔, ⅓, sākot ar pēdējā mēneša pieauguma 
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tempu un beidzot ar pieauguma tempu starp iepriekšējiem 5. un 6. mēnesi jeb iepriekšējā 

kvartāla 2. un 1. mēnesi. Lielākais svars ir tieši starp dažādu ceturkšņu mēnešiem. Šāds 

transformācijas variants tika izmantots . 

Lai realizētu augstāk minētās transformācijas, pēdējais solis bija aizpildīt trūkstošos 

datus, kas nebija pieejami sakarā ar pseidoreālas situācijas ar datu publikāciju 

aizkavējumiem simulēšanu. Atribūtu vērtību trūkuma gadījumā to novērtēšanai tika 

izmantots īstermiņa autoregresīvs integrēts slīdošā vidējā (ARIMA) modelis, kas 

nodrošināja ieejas datu loģisko nepārtrauktību, neieviešot ārēju informāciju. Katram 

gadījumam tika izveidoti vairāki desmiti ARIMA modeļi ar maksimālo kārtu četri 

iepriekšējām vērtībām un slīdošā vidējā komponentei. Labākais modelis tika izvēlēts pēc 

minimālās Akaikes informācijas kritērija (AIC) vērtības. 

Svarīgi pieminēt, ka trūkstošo novērojumu skaits dažādās datu versijās atšķīrās – 

datu pilnīgums palielinājās no pirmās versijas līdz astotajai. Īpaša uzmanība tika pievērsta 

datu pirmajai un otrajai versijai, jo tiem nebija pieejami atkarīgā mainīgā dati. Tas bija 

saistīts ar to, ka IKP pieauguma tempu publicēšanai parasti ir divu mēnešu aizkavēšanās 

un tie tiek publicēti nākamā ceturkšņa otrā mēneša pēdējās dienās. Šādos gadījumos tika 

izmantota atšķirīga pieeja, kas sīkāk aprakstīta sadaļā 2.5. 

Papildus jāpiemin, ka tika izskatītas arī alternatīvas pieejas neatkarīgo atribūtu 

trūkstošo datu aizpildīšanai un turpmākai pārveidošanai no mēneša datiem uz ceturkšņa 

datiem. Šajā darbā šīs metodes netika pielietotas, bet nākotnes pētījumos par līdzīgām 

tēmām varētu būt lietderīgi tās apsvērt un novērtēt iegūto rezultātu kvalitāti, ko potenciāli 

iespējams sasniegt, izmantojot šīs alternatīvās pieejas. 

Viena alternatīva pieeja ir nobīdīt visu datu laikrindu, lai aizpildītu trūkstošās vērtības 

ar pieejamajām, neizmantojot īstermiņa ARIMA tipa modeļus. Pēc tam ir iespējams veikt 

iepriekš aprakstītās transformācijas, lai no mēneša datiem iegūtu ceturkšņa datus. Šīs 

metodes galvenais trūkums ir laikrindu sākuma novērojumu zaudēšana un attiecīgi 

saīsināto laikrindu izmantošana modeļa veidošanā. 

Tilta modeļu veidošanai ir iespējamas arī citas nepieejamo datu novērtēšanas un 

agregēšanas varianti. Piemēram, datu aizpildīšanas vietā varētu ņemt pieejamo datu vidējo 

vērtību, t. i., pirmo divu mēnešu vērtību, vai arī izmantot pirmā mēneša vērtību kā 

ceturkšņa vērtību, ja pieejami tikai pirmā mēneša dati. Gadījumos, kad nepieciešamā 
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ceturkšņa visu mēnešu dati trūkst, varētu prognozēt tikai ceturkšņa pirmā mēneša vērtību, 

izmantojot ARIMA modeli un izmantot šo prognozēto vērtību kā aptuvenu vērtību visam 

ceturksnim. Šī pieeja izmanto tikai vienu prognozi, kas var novest pie precīzāka rezultāta 

nekā vairākkārtēja prognozēšana un kļūdu uzkrāšana. 

Šīs metodes var būt īpaši noderīgas ātrajām prognozēm, kad datu pieejamība ir 

kritiski svarīga modeļa izveidei, bet datu pilnība ir minimāla. 

Nākamais nozīmīgais solis pēc datu aizpildīšanas un to transformācijas vienotā 

frekvencē bija datu sadalīšana apmācības un testa kopās ar sekojošu algoritmu pielietojuma 

etapu. Pie tam testa ceturksnis vienmēr tika prognozēts, izmantojot tikai to datu masīva 

versiju, kas uz prognozēšanas brīdi būtu pieejams arī reālajā situācijā. 

Tieši pirms datu sadalīšanas vēl tika realizētas divas datu manipulācijas. Pirmkārt, 

tika paplašināts atribūtu skaits, pievienojot mainīgo nobīdītas vērtību laikrindas kā jaunas 

pazīmes, kā arī iepriekšējos IKP pieauguma tempus. Otrkārt, visu atribūtu laikrindas tika 

pārbaudītas uz stacionaritāti, izmantojot testēšanas procedūru, kas aprakstīta nākamajā 

sadaļā. 

2.4. Testēšana uz stacionaritāti 

Viens no svarīgiem soļiem mainīgu atlasē pirms modelēšanas ir stacionaritātes 

pārbaude. Stacionaritāte ir būtiska laikrindas analīzē, jo tā ļauj identificēt stabilus modeļa 

mainīgus un veicina uzticamu prognozēšanu. Stacionāra laika rinda demonstrē vienmērīgu 

uzvedību dažādos laika posmos un tai ir nemainīgas tādas statistiskās īpašības, kā vidējā 

vērtība, dispersija un autokorelācija. Stacionaritāti var pārbaudīt ar dažādiem testiem un 

šajā darbā tika izvēlēts veikt testēšanu ar divām metodēm. 

Pēc visu transformāciju veikšanas mainīgo galīgās laikarindas tiek pārbaudītas uz 

stacionaritāti. Testēšanai tiek izmantots tas pats rindas garums, kas vēlāk tiek izmantots 

modelēšanā. Stacionaritātes pārbaudei tiek pielietoti divi dažādi testi – Paplašinātais 

Dikeja–Fulera tests (ADF) un Kvjatkovski tests (KPSS). 

Kaut abi KPSS (Kwiatkowski et al., 1992) un ADF (Dickey & Fuller, 1979)  tiek 

izmantoti stacionaritātes novērtēšanai, tie balstās uz atšķirīgām pieņēmumu struktūrām. 

Pēc Joši (Joshi, 2024) ADF pieņem, ka laikrindai ir vienības sakne un tā ir nestacionāra un 

meklē pierādījumus, lai šo pieņēmumu noraidītu. Savukārt KPSS pieņem, ka laika rinda ir 
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stacionāra, un mēģina identificēt novirzes no šī stāvokļa. Šo atšķirīgo pieeju dēļ abi testi 

labi papildina viens otru un ir bieži izmantojami kopā. 

ADF veikšanai tiek izmantota R pakotne tseries, izmantojot funkciju adf.test(). Nulles 

hipotēze šajā testā apgalvo, ka laikrindai ir vienības sakne un tā ir nestacionāra. Gadījumos, 

kad p-vērtība ir mazāka par 0.05, tad nulles hipotēze ir noraidāma, kas nozīmē, ka mainīgā 

laikrinda ir stacionāra. 

KPSS tiek veikts, izmantojot funkciju ur.kpss() no R programmēšanas valodas 

pakotnes urca. Atšķirībā no ADF, šajā gadījumā nulles hipotēze pieņem, ka nav vienības 

saknes un laikarinda ir stacionāra. Alternatīva hipotēze par nestacionaritāti ir spēkā, kad 

testa statistika ir lielāka par iepriekš definētām kritiskām vērtībām, kas šajā darbā ir 

pieņemts kā 5% būtiskuma līmenis. 

Abos testēšanas gadījumos aizkavējumu skaits tika noteikts automātiski pēc funkciju 

noklusējuma iestatījumiem. Matemātiskas formulas ADF un KPSS aizkavējumu skaita 

noteikšanai ir zemāk. 

 𝑘𝐴𝐷𝐹 = ⌊√𝑛 − 1
3

⌋,   (2.1.) 

kur 𝑘𝐴𝐷𝐹  – aizkavējumu skaits; 

𝑛 – novērojumu skaits laikrindā. 

 𝑘𝐾𝑃𝑆𝑆 = ⌊√4 × (
𝑛

100
)

4
⌋,   (2.2.) 

kur 𝑘𝐾𝑃𝑆𝑆 – aizkavējumu skaits; 

𝑛 – novērojumu skaits laikrindā. 

Ņemot vērā laikrindu garumus KPSS pārsvarā tika izmantoti trīs aizkavējumi, bet 

ADF trīs vai četras iepriekšējās vērtības. Katrā mainīga laikrindas stacionaritāte tiek 

pārbaudīta pielietojot abas metodes. Pamatojoties uz šo testu rezultātiem, tiek automātiski 

pieņemts lēmums – tiek izslēgti visi mainīgie, kuri tiek atzīti par nestacionāriem vismaz 

vienā no testiem. 

Zemāk 2.2. attēlā ir norādīti kritēriji, kuru izpildes gadījumā mainīgais tiek uzskatīts 

par stacionāru un var tikt izmantots prognozēšanas modeļu izveidē. 
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2.2. att. Stacionaritātes testu rezultātu interpretācijas 

Pēc stacionaritātes pārbaudes un sekojošās atribūtu filtrācijas dati bija pilnībā gatavi 

izmantošanai prognozēšanas modeļu veidošanā. 

Pirms pārejas pie algoritmiem un modelēšanas pieejām ir svarīgi apskatīt jautājumu 

par IKP ātrajām aplēsēm un datu revīzijām. Nākamā sadaļa sniedz ieskatu tajā ar kādu 

kavējumu un kādi IKP novērtējumi tiek publicēti, kā arī cik lielā mērā sākotnējie 

novērtējumi var atšķirties no galīgajām vērtībām – aspekts, kas neapšaubāmi jāņem vērā 

modeļu interpretācijā. 

2.5. IKP ātrās aplēses un datu revīzijas 

Šajā darbā IKP pieauguma tempu prognozēšana tiek veikta astoņas reizes katram 

ceturksnim – katra mēneša sākumā un vidū, sākot no ceturkšņa otrā mēneša un beidzot 

pusotru mēnešu pēc ceturkšņa beigām. Pirmā prognozes punkta izvēle ir pamatota ar to, ka 

šajā brīdī kļūst pieejami pirmie dati par attiecīgo ceturksni – galvenie uzņēmēju 

noskaņojuma rādītāji no aptaujām par ceturkšņa pirmo mēnesi. Savukārt astotais prognozes 

punkts ir maksimāli tuvs faktiskajai IKP rādītāju publicēšanas dienai CSP mājaslapā un 

tiek noteikts tā, lai līdz reālās vērtības publicēšanai vairs netiktu sagaidīti būtiski jauni dati, 

kas varētu ietekmēt prognozi. Tādējādi vienas vērtības prognozēšana notiek gandrīz četru 

mēnešu garumā un tiek novērtēta astoņos atskaites punktos. 

Pirmās divas prognozēs, kas tiek veiktas attiecīgā ceturkšņa otrā mēneša sākumā un 

vidū, atšķiras no pārējiem ar to, ka reālajā situācijā šajos brīžos IKP dati par iepriekšējo 

ceturksni vēl nav publiski pieejami. Tas skaidrojams ar to, ka oficiālā IKP datu publicēšana 
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notiek divus mēnešus pēc ceturkšņa beigām. Šo divu prognožu veikšanai kā faktiskās IKP 

iepriekšējā ceturkšņa vērtības tika izmantoti IKP ātrā novērtējuma dati, kas pieejami 

Oficiālās statistikas portāla datubāzē zem iekšējā koda ISF010c. 

Ātra novērtējuma dati ir pieejami vienu mēnesi pēc ceturkšņa beigām un tas būtu 

labs risinājums turpināt izmantot IKP ātrā novērtējuma datus arī turpmākajos 

prognozēšanas ciklos, bet 2025. gada janvārī tika publicēta ziņa (CSP, 2025b), ka CSP 

pārtrauc šo datu publicēšanu. Pēdējais ātrais novērtējums ir pieejams par 2024. gada 3. 

ceturksni un pieņemtā lēmuma pamatā ir kopš 2020. gada novērtējumu nepietiekama 

precizitāte, ko ietekmējušas būtiskas ekonomiskās svārstības gan Latvijā, gan pasaulē. CSP 

ir paziņojusi par nodomu pārskatīt aprēķinu metodoloģiju un atsākt šo datu publicēšanu 

2026. gadā. 

Līdz 2024. gada 3. ceturksnim dati ir pieejami, tāpēc tas neietekmēja mūsu 

apskatāmo periodu, bet sākot ar 2025. gada 1. ceturkšņa prognozēšanu bija svarīgi izdomāt 

risinājumu, kas varētu būt izmantots gadījumos, kad ātrais novērtējums nav pieejams.  

Mūsu tehniskajā risinājumā situācijās, kad atkarīgā mainīgā vērtība par iepriekšējo 

ceturksni nav pieejama, tika pieņemts lēmums izmantot pieeju, kas ir līdzīga tai, kuru esam 

pielietojuši līdzīgas situācijās ar trūkstošām vērtībām neatkarīgiem mainīgiem. Lai gan šeit 

alternatīva pieeja būtu vispirms prognozēt vērtību iepriekšējam ceturksnim ar 

prognozēšanas algoritmiem un pēc tam šo prognozi iteratīvi izmantot kā reālu vērtību, tika 

izvēlēts iegūt vienu vienīgu vērtību, kas nav atkarīga no pielietotas prognozēšanas metodes 

un neizmanto pārāk daudz resursu. Šim nolūkam tika pielietots universāls ARIMA modeļa 

risinājums IKP pieauguma tempu rindai ar maksimālo autoregresijas (AR) komponentes 

un mainīgā vidējā komponentes kārtību – četri. 

Šajā darbā tiek izmantota aktuālā IKP laika rinda tādā formā, kāda tā ir pieejama 

2025. gada maijā. Tomēr, ja atsevišķi izvērtēt kādu no ceturkšņiem būs redzams, ka tie nav 

tie paši dati, kas bija pieejami tās sākotnējās publicēšanas brīdī. Reālajā situācijā IKP 

vērtības tiek publicētas reizi ceturksnī ar aptuveni divu mēnešu nobīdi pēc ceturkšņa 

beigām. Turklāt šīs vērtības vēlāk var tikt pārskatītas un precizētas, kad ir pieejami 

pilnīgāki un precīzāki dati. Papildus tam Latvijā un daudzās citās valstīs statistikas iestādes 

publicē sākotnējo IKP ātro novērtējumu jau aptuveni mēnesi pēc ceturkšņa beigām, kas 

tika aplūkots augstāk. Šie sākotnējie ātrie novērtējumi bieži ir balstīti uz nepilnīgu vai 
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daļēju informāciju, tāpēc dati vēlāk tiek pārskatīti un precizēti, kad kļūst pieejami papildu 

avoti un detalizētāka informācija. Tālāk tiks aplūkoti konkrēti piemēri no prakses, parādīts 

cik būtiskas var būt šīs atšķirības un aprakstīts vai tam ir ietekme prognozēšanas modeļu 

kvalitātei. 

Šeit iespējams var rasties likumsakarīgs jautājums – kāpēc vispār ir nepieciešams 

sagatavot ātru IKP novērtējumu, ja, pagaidot aptuveni vēl vienu mēnesi, ir iespējams iegūt 

precīzākus un pilnīgākus datus par ekonomikas stāvokli? Kasjanovs (2016) vietnes 

makroekonomika.lv sadaļā “Blogs” skaidro, ka profesionālu makroekonomiskās 

informācijas lietotāju – piemēram, analītiķu, finanšu sektora speciālistu un ekonomiskās 

politikas veidotāju – vidū prioritāte tiek piešķirta ne tik daudz datu precizitātei, cik to 

savlaicīgumam. Citiem vārdiem sakot, priekšroka biežāk tiek dota informācijai, kas ir 

pieejama pēc iespējas agrāk, pat ja tās precizitāte var būt apšaubāma. 

Autors uzskata, ka Latvijas ekonomikas apstākļos šī atšķirība var nebūt tik jūtama: 

parasti ne akciju indeksi, ne valsts parāda saistību ienesīgums, ne patērētāju uzvedība nav 

atkarīga no IKP provizoriskā novērtējuma. Tomēr valstīs ar attīstītu finanšu infrastruktūru 

ātra IKP novērtējuma publicēšana tiek uzskatīta par galveno signālu par pašreizējo 

ekonomikas stāvokli. Šāda informācija var nekavējoties ietekmēt tirgus noskaņojumu, 

obligāciju ienesīguma dinamiku un centrālās bankas monetārās politikas darbības. 

Tādējādi IKP provizoriskais novērtējums ir visvērtīgākais īstermiņa ekonomikas 

izmaiņu analīzei, ļaujot secināt, vai ekonomika aug un kādā intensitātē, kā arī pēc iespējas 

agrāk identificēt negaidītas, krasas izmaiņas. Vienlaikus ilgtermiņa attīstības tendenču 

analīzei svarīgāks ir pilnīgs, detalizēts IKP novērtējums, jo tas ietver plašāku rādītāju 

struktūru – pa tautsaimniecības nozarēm, patēriņa komponentiem un ienākumu avotiem. 

Savā rakstā viens no Kasjanova secinājumiem ir tāds, ka pilna novērtējuma 

pārskatīšanas diezgan būtiski maina IKP vērtību laikrindu salīdzinājumā ar ātro 

novērtējumu un pilna novērtējuma pirmajām pārskatīšanām. Tas noved autoru pie loģiska 

jautājuma: “Tas rada zināmu dilemmu ekonomikas prognozētājiem, – kuru IKP prognozēt? 

To, kas tiks publicēts ātrajā un pilnajā datu paziņojumā, vai tomēr to, kas tiks būtiski 

pārskatīts vēl pēc nākamajām revīzijām?” 

Autors pieskaras svarīgam aspektam, jo Latvijas gadījumā prognozēšanas modeļu 

konstruēšanai ir pieejama aktuāla vērtību rinda, kas ietver gan ļoti nesenas vērtības, kas 



32 

 

praktiski nav pārskatītas, gan arī vēsturiskus datus, kas ir izgājuši cauri vairākiem revīzijas 

posmiem. Lai rezultātus varētu interpretēt, būtu daudz labāk, ja datu rindā būtu iekļauti 

vienotas revīzijas kārtas dati. Mūsu gadījumā, izmantojot pieejamos datus, mūsu prognoze 

nav par pilnas prognozes pirmo publicēšanu, bet gan par tās turpmākajām pārskatīšanām. 

Tas padara reāllaika prognozi daudz mazāk reprezentatīvu. 

Vienu no veidiem, kas varētu būt noderīgs un, iespējams, palīdzētu samazināt 

prognozēšanas kļūdas, autors piemin rakstā: “Piemēram, Britu statistikas pārvaldes (Office 

for National Statistics)  mājaslapā ir pieejami, tā saucamie, revīziju trijstūri, kas satur ļoti 

vērtīgu informāciju par to, kā laika gaitā ir mainījusies attiecīgā IKP laika rinda. Būtu tikai 

apsveicami, ja arī Latvijas CSP publicētu revīziju trijstūrus. Tas sniegtu iespēju vietējiem 

pētniekiem nopietnāk pievērsties šai jomai, kas nākotnē ļautu mazināt prognožu kļūdas un, 

iespējams, uzlabotu arī datu kvalitāti.” Šādi datu pārskatīšanas trijstūru piemēri par pašu 

novērtējuma dinamiku (2.3. att.) un tās izmaiņām starp revīzijām (2.4. att.) ir sniegti zemāk. 

Svarīgi minēt, ka attēlos nav atspoguļota visu mēnešu informācija kolonnās lai informācija 

būtu pārskatāma, bet skatoties visus mēnešus kopā dati vairāk izskatās pēc trijstūriem. 

 

 

2.3. att. IKP datu revīzijas trijstūris – novērtējuma dinamika 

(modificēts no (Office for National Statistics, 2025)) 
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2.4. att. IKP datu revīzijas trijstūris – izmaiņas starp revīzijām 

(modificēts no (Office for National Statistics, 2025)) 

Viens no pēdējo gadu atbilstošiem piemēriem, ko vēlētos apskatīt, ir atšķirības starp 

datiem dažādos novērtēšanas periodos par 2023. un 2024. gadu. Salīdzinājumam mēs 

izmantojām CSP tīmekļa vietnē pieejamās IKP ātrās aplēses vērtības, kas tiek publicētas 

vienu mēnesi pēc ceturkšņa beigām, un aktuālu IKP laikrindu, kuras vērtības kļūst 

pieejamas 2 mēnešus pēc ceturkšņa beigām. Katrai no šīm laika rindām tika veikta 

transformācija un iegūti izaugsmes tempi attiecībā pret iepriekšējo ceturksni. Turklāt, lai 

salīdzinātu vērtību versijas starp revīzijām, tika izmantoti dati no pirmās pilna IKP aprēķina 

publikācijas. Šīs vērtības izaugsmes tempu veidā tika iegūtas no vietnes 

makroekonomika.lv sadaļas “Operatīvās modeļu aplēses” (Latvijas Banka, 2023), kur ir 

sniegta informācija par Latvijas Bankas statistiskā modeļa prognozēm, kā arī norādītas ātrā 

novērtējuma un pilnā novērtējuma pirmās revīzijas oriģinālās vērtības (2.5. att.). Par pašu 

modeli mājaslapā ir norādīta sekojoša informācija: “IKP aplēses jeb OMA ir iegūtas, 

izmantojot Latvijas Bankas dinamisko faktoru modeli. Modelis izmanto faktoru analīzes 
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statistiskās korelācijas starp IKP, rūpniecisko ražošanu, mazumtirdzniecību, eksportu, 

ekonomiskā noskaņojuma indeksu un pievienotās vērtības nodokļa ieņēmumiem.” 

 

2.5. att. IKP novērtējumi ar Latvijas Bankas statistisko modeli 

(aizgūts no (Latvijas Banka, 2023)) 

Mūs šeit interesē vērtību atšķirība starp ātro novērtējumu, pilnā novērtējuma 

oriģinālo versiju un pašreizējo pārskatīto versiju, kas pieejama 2025. gada maijā. IKP 

ceturkšņu pieauguma tempi ir apkopoti 2.6. attēlā dotā diagrammā. 
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2.6. att. IKP ceturkšņa pieauguma tempa novērtējums 2023. – 2024. gadā 

Diagrammā apkopoti dati norāda uz to, ka vērtības ne vienmēr ir tuvas viena otrai un 

dažreiz ievērojami atšķiras pēc lieluma un zīmes, ko, piemēram, var skaidri redzēt 2023. 

gada pēdējam ceturksnim un 2024. gada pirmajam ceturksnim. Jāatzīmē arī, ka izmaiņas 

starp pirmo un pēdējo pilna skaita pārskatīšanu 2024. gada pēdējiem ceturkšņiem ir 

minimālas, taču vēsturiskiem datiem, kur pagājis vairāk laika, atšķirība starp 

pārskatīšanām ir ievērojama. Balstoties uz grafiku, rodas iespaids, ka atšķirība starp ātro 

novērtējumu un pašreizējo sēriju ir vismazākā un vērtības ir vairāk saskaņotas. 

Izmantojot šos septiņus laika intervālus, tika aprēķināta vidējā absolūtā starpība starp 

visiem trim datu pāriem. CSP pārtrauca publicēt ātro aprēķinu pēc 2024. gada 3. ceturkšņa, 

tāpēc vidējās vērtības aprēķināšanai tika izmantoti 2023. gada četru ceturkšņu un 

2024. gada trīs ceturkšņu dati. 2.7. attēlā dota diagramma parāda absolūtās atšķirības katrā 

kvartālā un vidējo starpību. 
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2.7. att. IKP ceturkšņa pieauguma tempu vidējās absolūtās starpības 

Interesanti, ka, analizējot vidējo starpību, tiešām izskatās, ka pēdējo gandrīz pusotra 

gada laikā vidējā starpība starp ātro novērtējumu un pašreizējām vērtībām ir ievērojami 

mazāka nekā pārējos divos gadījumos. Papildus, ja atgriežamies pie iepriekšējā grafika 

(2.6. att.), var secināt, ka starp ātro novērtējumu un pašreizējo datu rindu visās piecās 

vērtībās nav atšķirības pieauguma tempa zīmē. Šis ir interesants novērojums, kas, rūpīgāk 

analizējot, potenciāli varētu palīdzēt identificēt iespējamās problēmas pilna aprēķina 

pirmās publikācijas pieejā, nevis ātrajā novērtējumā, kā tas tika publicēts ziņās 2025. gada 

janvārī un tika ierosināts uz laiku apturēt IKP ātro novērtējumu (CSP, 2025b). 

Papildus ir vērts pieminēt aktuālo pētījumu (Kronenberg et al., 2023) IKP vērtību 

revīziju publicēšanu Eiropā COVID-19 pandēmijas laikā 2020. – 2021. gadā. Pētījumā 

detalizēti izklāstīts, ka pandēmijas laikā IKP revīzijas Eiropas valstīs kļuva īpaši apjomīgas 

un biežas. Viens no iemesliem ir tas cik strauji un būtiski bija COVID-19 izraisītie 

satricinājumi ekonomikā pēc salīdzinoši ilga mierīga perioda. Šis iemesls savs pa sevi 

padarīja precīzu vērtēšanu sarežģītu, bet papildus tam izrādījās, ka pandēmijas apstākļos 
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daļa datu kļuva nepieejami vai to vākšana tika aizkavēta, kas vēl vairāk ietekmēja sākotnējo 

IKP aplēšu precizitāti. 

Diagrammā (2.8. att.) 2020. gadā 2. ceturksnī visām valstīm redzams straujš IKP 

kritums, bet nākamajā 3. ceturksnī nozīmīgs pieaugums. Līdz 2021. gada beigām lielākā 

daļa valstu bija pietuvojušās pirms pandēmijas līmenim un dažās ekonomikās, ka, 

piemēram, Nīderlandē un Polijā, IKP pat pārsniedza 2019. gada ceturtā ceturkšņa rādītājus. 

 

 

2.8. att. IKP ceturkšņa pieauguma tempu vērtības 2020. – 2021. gadā 

(aizgūts no (Kronenberg et al., 2023)) 

Diagramma (2.9. att.) parāda kā mainījās 2020. gada visu ceturkšņu IKP pieauguma 

tempu revīzijas. Piemēram, Nīderlandē IKP dati par 2020. gada 1. ceturksni tika revidēti 

astoņas reizes, kas neizklausās maz, bet, savukārt, Francijā revīzijas tika publicētas vismaz 

divdesmit reizes. Ja papētītu dziļāk var atrast interesantus faktus – piemēram, Zviedrijas 

IKP novērtējums par 2020. gada 3. ceturksni tika paaugstināts par 3,2 procentpunktiem 

salīdzinājumā ar sākotnējo publikāciju. Savukārt Lielbritānijā vairāki ceturkšņi piedzīvoja 

būtiskas sākotnējo datu korekcijas – reizēm gan uz augšu, gan uz leju viena ceturkšņa 

ietvaros. 
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2.9. att. IKP ceturkšņa pieauguma tempu revīzijas 2020. gadā 

(aizgūts no (Kronenberg et al., 2023)) 

Šis pētījums noved pie dažādiem interesantiem atklājumiem un secinājumiem. 

Pirmkārt, tik liela atšķirība revīziju skaitā starp valstīm viennozīmīgi norāda uz dažādu 

institucionālo pieeju IKP aprēķināšanai un datu pārvaldībai. 

Otrkārt, analizējot datus, kļūst skaidrs, ka liela daļa sākotnējo IKP aplēšu pandēmijas 

sākumā pārspīlēja ekonomikas lejupslīdi. Ievērojami izņēmumi ir Lielbritānija un Itālija, 

kur sākotnējās aplēsēs 2020. gada 1. ceturkšņa kritums tika novērtēts pārāk optimistiski un 

pēc tam nākamajās revīzijas pārskatīts uz leju. Viena no iespējamām interpretācijām ir tāda, 

ka šīs valstis ar pandēmijas izraisīto krīzi un stingriem ierobežojumiem saskarās agrāk nekā 

citas un tiem vēl nebija uzkrāta pietiekama pieredze IKP precīzai novērtēšanai šādos 

ārkārtējos apstākļos. Savukārt tās valstis, kuras pandēmija skāra vēlāk, bija mācījušās no 

Lielbritānijas un Itālijas piemēra un sākotnēji pat pārvērtēja krīzes ietekmi uz savu 

ekonomiku.  

Papildus, šīs plašās un biežās revīzijas pierāda, ka sākotnējās IKP aplēses krīzes laikā 

var būt būtiski neprecīzas un līdz ar to modeļi, kas lielā mērā ir balstīti uz iepriekšējā 

ceturkšņa IKP pieauguma tempa vērtības var izrādīties kļūdainas. Šādos apstākļos var būt 

īpaši noderīgi izmantot citas pieejas, kas ņem vērā pēdējos aktuālos ekonomiskos rādītājus.  
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3. PROGNOZĒŠANAS MODEĻI UN PIEEJAS 

Prognožu veidošana katram ceturksnim un katrai datu kopas versijai ceturkšņa 

ietvaros tika veikta, izmantojot plašu modeļu klāstu. Kā vienkārši atskaites punkti tika 

izmantoti gan naivie modeļi – gadījuma klejošanas un slīdošā vidējā pieejas, gan arī 

klasiskie AR un ARIMA modeļi. 

Nākamo modeļu grupu veidoja ekonometriskie statistiskie modeļi. Šajā darbā tika 

izmantoti tilta modeļi, MIDAS, kā arī balstīti uz galveno komponentu analīzes (PCA) 

faktoru modeļi. 

Visām modeļu grupām bija kopīgas un atšķirīgas īpatnības. No kopīgajiem 

raksturojumiem jāuzsver, ka visos gadījumos modeļu izstrādē tika izmantota pati IKP 

pieauguma tempu rinda ar nobīdēm. Tāpat modeļu struktūrā varēja tikt iekļautas arī 

prediktoru iepriekšējās vērtības. Atšķirības starp modeļiem bija saistītas galvenokārt ar 

datu apstrādes metodēm un it īpaši ar pāreju no mēneša uz ceturkšņa datiem. Tilta modeļu 

gadījumā ceturkšņa vērtības tika iegūtas, aprēķinot attiecīgā ceturkšņa trīs mēnešu vidējo 

vērtību. Savukārt MIDAS modeļos mainīgo skaits trīskāršojās, jo katram ceturksnim tika 

izmantotas trīs atsevišķas viena un tā paša prediktora vērtības – attiecīgi par pirmo, otro un 

trešo mēnesi. Faktoru modeļu gadījumā sākotnēji tika veikta datu izlīdzināšana, izmantojot 

transformācijai pēdējo sešu mēnešu datus un iegūstot prediktora piecas pieauguma tempa 

vērtības ar dažādiem koeficientiem. Pēc datu pārveidošanas uz ceturkšņa vērtībām tika 

pielietotas dimensiju samazināšanas metodes un modeļi tika veidoti, izmantojot iegūtos 

kopējos latentos faktorus. 

Trešajai modeļu grupai tika pieskaitīti mašīnmācīšanās algoritmi. Šajā darbā IKP 

pieauguma tempu prognozēšanai tika izmantoti šādi modeļi: nejaušo mežu (RF) metode, 

gradienta pastiprināšanas algoritms XGBoost (XGB), kā arī atbalsta vektoru regresija 

(SVR). Datu sagatavošana mašīnmācīšanās modeļiem bija līdzīga tai, kas tika pielietota 

faktoru modeļu gadījumā, jo pārejai no augstas frekvences datiem uz zemākas frekvences 

datiem tika izmantota tā pati pieeja ar pieauguma tempu izlīdzināšanu, izmantojot pēdējo 

divu ceturkšņu mēneša datus. 

Šajā  sadaļā detalizētāk aplūkosim katru no izmantotajiem algoritmiem. 
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3.1. Viendimensiju etalonmodeļi 

3.1.1. Gadījuma klejošanas modelis  

Gadījuma klejošanas modelis ir vienkāršākais IKP pieauguma tempu novērtēšanas 

veids un kalpo kā naivā bāzes pieeja. Modelis pieņem, ka iepriekšējā ceturkšņa IKP 

pieauguma temps ir labākais iespējamais pieņēmums arī attiecībā uz pašreizējo ceturksni. 

 𝑦̂𝑡 = 𝑦𝑡−1, (3.1.) 

kur 𝑦̂𝑡 – prognozēta 𝑦𝑡 vērtība, pielietojot gadījuma klejošanas modeli; 

𝑦𝑡−1 – faktiskā IKP pieauguma tempa vērtība iepriekšējā ceturksnī. 

Gadījuma klejošanas modeļa vienkāršība bieži vien ir iemesls, kādēļ to izmanto kā 

bāzes modeli, salīdzinot ar sarežģītākām prognozēšanas pieejām aktuālās situācijas 

novērtēšanā. Ja sarežģītas ekonometriskās vai mašīnmācīšanās metodes nespēj sniegt 

precīzākas prognozes, tas liecina par to, ka resursu ieguldīšana šādu metožu izmantošanā 

nav pamatota IKP pieauguma tempu prognozēšanai. 

3.1.2. Slīdošā vidējā modelis  

Slīdošā vidējā modelis ir vēl viens ļoti vienkāršs un plaši pielietots modelis, ko 

izmanto laikrindas izlīdzināšanai un turpmāko vērtību prognozēšanai. Šī modeļa pamatā ir 

ideja izmantot pēdējo n novērojumu vidējo vērtību, lai iegūtu prognozi nākamajam 

periodam. Šī modeļa vienādojums ir šāds: 

 𝑦̂𝑡 =
1

𝑛
∑ 𝑦𝑡−𝑖

𝑛
𝑖=1 , (3.2.) 

kur 𝑦̂𝑡 – prognozēta 𝑦𝑡 vērtība, pielietojot slīdošā vidējā modeli; 

𝑛 – slīdošā loga izmērs (iepriekšējo novērojumu skaits, kas tiek izmantots aprēķinā); 

𝑦𝑡−𝑖 – faktiskās iepriekšējo ceturkšņu IKP pieauguma tempu vērtības. 

Šo pieeju var realizēt ar vienādiem svariem vai ar svariem, kas pakāpeniski 

samazinās vecākiem novērojumiem. 

Slīdošā vidējā modelis arī bieži tiek izmantots kā viens no atskaites punkts 

sarežģītāku modeļu efektivitātes novērtēšanai un šī darba sākuma posmos tas tika darīts. 

Būdams vienkārši īstenojams, šis modelis salīdzinājumā ar daudz sarežģītākām pieejām 

nereti sniedz konkurētspējīgus rezultātus īpaši ekonomiski nestabilos laika posmos, kad ir 
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pieejams ierobežots novērojumu skaits. Šajā darbā vērtības prognozēšanai tiek izmantots 

pēdējo 12 gadu jeb 48 ceturkšņu vidējais ceturkšņa IKP pieauguma temps ar vienādiem 

svariem.    

3.1.3. Autoregresijas modeļi 

AR modelis ir viendimensiju statistiska prognozēšanas metode, ko plaši izmanto 

laikrindu analīzē. Šajos modeļos ir uzskatīts, ka pašreizējā rindu vērtība ir lineāri atkarīga 

un tiek skaidrota ar paša mainīgā iepriekšējām vērtībām. Šī modeļa vienādojums ir 

sekojošs: 

  𝑦̂𝑡 = 𝛼̂0 + ∑ 𝛼̂𝑖𝑦𝑡−𝑖
𝑝
𝑖=1 , (3.3.) 

kur 𝑦̂𝑡 – prognozētā IKP pieauguma tempa vērtība laika brīdī 𝑡; 

𝛼̂0 – novērtētā modeļa konstante jeb pastāvīgā sastāvdaļa; 

𝑝 – AR kārtība, t. i. iepriekšējo vērtību skaits, kas tiek izmantots prognozei; 

𝛼̂𝑖 – novērtētais koeficients pie nobīdes 𝑖; 

𝑦𝑡−𝑖 – faktiskā ceturkšņa IKP pieauguma tempa vērtības 𝑖-tajā nobīdē. 

Šajā darbā optimālā AR kārtība modelī tiek izvēlēts diapazonā no 1 līdz 4, izmantojot 

AIC. 

3.1.4. ARIMA modeļi 

ARIMA (𝑝, 𝑑, 𝑞) modelis ir viena no visplašāk izmantotajām metodēm laikrindu 

analīzē un prognozēšanā. Tās universālums slēpjas faktā, ka tajā apvienotas trīs galvenās 

idejas: AR, integrēšana caur diferencēšanu un slīdošā vidējā komponente, kas ir paradīts 

3.1. attēlā. 
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3.1. att. ARIMA modeļa komponentes 

(modificēts no (MLPills, 2024)) 

Parametri 𝑝, 𝑑, 𝑞 attiecīgi apzīmē AR daļas kārtību, integrācijas kārtību, t. i. 

nepieciešamo diferencēšanas reižu skaitu, lai rinda kļūtu stacionāra, kā arī slīdošā vidējā 

daļas kārtību. Prognozētās IKP pieauguma tempa vērtības aprēķina formula, izmantojot 

ARIMA modeli, izskatās šādi: 

  𝑦̂𝑡 = 𝑐̂ + ∑ 𝜑̂𝑖𝑦𝑡−𝑖
𝑝
𝑖=1 + ∑ 𝜃𝑖𝜀𝑡−𝑖

𝑞
𝑖=1 ,  (3.4.) 

kur 𝑦̂𝑡 – prognozētā IKP pieauguma tempa vērtība laika brīdī 𝑡; 

𝑐̂ – novērtētā modeļa konstante (pastāvīgā sastāvdaļa); 

𝑝 – AR kārtība, t. i. iepriekšējo vērtību skaits, kas tiek izmantots prognozei; 

𝜑𝑖 – novērtētais koeficients pie AR komponentes 𝑖-tajā nobīdē; 

𝑞 – slīdošā vidējā komponentes kārtība; 

𝜃𝑖 – novērtētais koeficients pie slīdošā vidējā komponentes 𝑖-tajā nobīdē; 

𝑦𝑡−𝑖 – faktiskā ceturkšņa IKP pieauguma tempa vērtības 𝑖-tajā nobīdē; 

𝜀𝑡−𝑖 – modeļa kļūda iepriekšējā periodā, kas ietekmē pašreizējo prognozēto vērtību. 
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Šajā darbā diferenciācijas kārtība tika noteikta kā nulle, jo analīzē jau tiek izmantota 

IKP pieauguma tempu rinda. Iepriekšējo vērtību skaits tika definēts diapazonā no viens 

līdz četri, attiecīgi 𝑝 vērtība var pieņemt vērtības no 1 līdz 4. Tādā pašā diapazonā noteikta 

arī slīdošā vidējā komponentes kārtība 𝑞, kas arī variē no 1 līdz 4. Šāda kombinācija veido 

kopumā 4 × 4 = 16 alternatīvas modeļa specifikācijas. Optimālās specifikācijas izvēle 

tiek veikta 16 alternatīvu modeļu vidū, pamatojoties uz AIC vērtību. 

3.2. Statistiskie modeļi 

3.2.1. Tilta modeļi  

Tilta modeļi ir plaši izmantota metode īstermiņa IKP prognozēšanā. Pamatideja ir 

izmantojot augstas frekvences mēneša ekonomiskos rādītājus veikt zemākas frekvences 

ceturkšņa IKP prognozēšanu. Šī pieeja savieno datu pieejamības plaisu starp dažādām 

frekvencēm, tādējādi sniedzot agrīnas ekonomiskās attīstības norādes vēl pirms oficiālās 

ceturkšņa statistikas publicēšanas. 

Tilta modeļa koncepciju pirmoreiz ieviesa Kleins un Soho (Klein and Sojo, 1989), 

un tā ātri guva popularitāti politikas veidotāju aprindās, pateicoties modeļa caurskatāmībai 

un vienkāršajai pielietošanai. Kopš tā laika veikti daudzi vairāku autoru pētījumi, tostarp 

Ingenito & Trehan (1996), Baffigi et al. (2004), Angelini et al. (2011), Foroni & Marcellino 

(2014), kā arī Schumacher (2016). 

Šie modeļi parasti sastāv no diviem posmiem: pirmais solis ir mēneša vai augstākas 

frekvences rādītāju agregēšana, kas ļauj pāriet uz katra individuālā mainīgā ceturkšņa vai 

zemākas frekvences vērtībām. Otrajā posmā atkarīgais mainīgais tiek regresēts pret 

neatkarīgajiem mainīgajiem pielāgotiem atbilstošajai frekvencei un tiek iegūtas prognozes. 

Eiropas Centrālā banka (ECB) ir ieviesusi dažādas tilta modeļu versijas, kurās tiek 

apvienoti dažādi mēneša rādītāji, piemēram, rūpniecības ražošana, uzņēmēju un patērētāju 

aptaujas dati, ka arī finanšu indikatori, lai uzlabotu IKP prognozēšanas precizitāti (Angelini 

et al., 2008; Baccini et al., 2010). Šie modeļi bieži balstās uz nelielu skaitu iepriekš atlasītu 

mēneša rādītāju, kuri statistiski pierādījuši savu prognozējošo spēju attiecībā uz ceturkšņa 

IKP izmaiņām. Prognozes regulāri tiek atjaunotas, tiklīdz kļūst pieejami jauni mēneša dati. 

Šajā darbā mēs izmantojām prognozēšanu, balstoties uz pseidoreālā laika datu 

versijām kas nozīmē, ka katram indikatoram tika izmantota tikai tā datu daļa, kas faktiski 
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bija pieejama prognozēšanas modeļa izveides brīdī. Šāda pieeja ļauj iegūt rezultātus, kas ir 

daudz tuvāki tiem, ko modelis spētu sniegt reālos nākotnes prognozēšanas apstākļos un ir 

novērsts potenciāls datu noplūdums. Ir korekti īstenot šo pieeju, nevis ņemt visus 

pieejamus datus, bet šī metode uzliek noteiktus ierobežojumus – prognozes izstrādes brīdī 

ne vienmēr ir pieejami visi mēneša dati par to ceturksni, kuru paredzēts prognozēt. Lai 

korekti transformētu mēneša indikatorus ceturkšņa datos, ir nepieciešami visi trīs mēneša 

vērtības par attiecīgo ceturksni. Trūkstošo mēneša prediktoru vērtību aizpildīšanai tika 

izmantots ARIMA modelis, kurā maksimālais autoregresīvo un slīdošā vidējā (MA) 

komponentu kārtas parametrs bija 4. Katras trūkstošās vērtības prognozei tika izmēģinātas 

visas iespējamās ARIMA funkciju kombinācijas un optimālā specifikācija tika izvēlēta, 

balstoties uz AIC kritēriju. Gadījumos, kad bija nepieciešams prognozēt vairākas vērtības 

pēc kārtas, katrs iepriekšējais prognozētais rezultāts tika uzskatīts par reālu vērtību nākamā 

prognozes soļa aprēķinam. 

Kad visiem prediktoriem vairs nav trūkstošu vērtību, var veikt mēneša datu 

transformāciju uz ceturkšņa vērtībām. Tilta modeļu ietvaros šī transformācija ir vienkārša 

un viegli interpretējama: 

 𝑥𝑡
𝑄

=
1

3
(𝑥𝑡

𝑀 + 𝑥𝑡−1 3⁄
𝑀 + 𝑥𝑡−2 3⁄

𝑀 ),  (3.5.) 

kur 𝑥𝑡
𝑄

 – laika perioda 𝑡 rādītājs ceturkšņa frekvencē, kas ir iegūts no trīs mēneša vērtībām; 

𝑥𝑡
𝑀 – mēneša rādītājs par trešo mēnesi ceturksnī 𝑡; 

𝑥𝑡−1 3⁄
𝑀  – mēneša rādītājs par otro mēnesi ceturksnī 𝑡; 

𝑥𝑡−2 3⁄
𝑀  – mēneša rādītājs par pirmo mēnesi ceturksnī 𝑡. 

Nākamais solis pēc visām transformācijām ir uzbūvēt pašu lineāro modeli, kuru var 

pierakstīt šādi: 

 𝑦𝑡
𝑄

= 𝛼0 + ∑ 𝛼𝑖𝑦𝑡−𝑖
𝑄𝑝

𝑖=1 + ∑ 𝛽𝑗𝑥𝑡−𝑗
𝑄𝑘

𝑗=0 + 𝜀𝑡
𝑄

,  (3.6.) 

kur 𝑦𝑡
𝑄

 – IKP pieauguma temps ceturksnī 𝑡; 

𝛼0 – fiksēts pieauguma līmenis, kas nav atkarīgs no citiem mainīgajiem; 

∑ 𝛼𝑖𝑦𝑡−𝑖
𝑄𝑝

𝑖=1  – autoregresīvie komponenti, IKP pieauguma temps iepriekšējos ceturkšņos; 

∑ 𝛽𝑗𝑥𝑡−𝑗
𝑄𝑘

𝑗=0  – eksogēnie mainīgie, tekošā un iepriekšējo ceturkšņu indikatori; 
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𝜀𝑡
𝑄

 – kļūdas komponente. 

Autoregresīvajā komponentē, ka arī eksogēnajiem mainīgajiem maksimālais nobīdes 

vērtību skaits ir ierobežots līdz 2. Kopumā tiek izveidoti 6 dažādi modeļi, un labākais tiek 

izvēlēts pēc AIC kritērija. 

3.2.2. MIDAS modeļi  

MIDAS modeļi ir paredzēti frekvenču neatbilstošiem datiem un ļauj prognozēt 

zemākas frekvences atkarīgus mainīgus ar augstākas frekvences rādītājiem. Mūsu 

gadījumā IKP pieauguma tempus uz kvartāla frekvences ir iespējams prognozēt izmantojot 

augstākas frekvences mēneša ekonomiskus indikatorus. Šī metode atšķiras no 

tradicionālajām transformācijām, jo tā ļauj izmantot visus pieejamos augstākas frekvences 

datus reālā frekvencē, nepārveidojot tos uz ceturkšņa līmeni. Katra agregācija pirms 

transformācijām parasti noved pie daļējas nozīmīgas informācijas zuduma, bet MIDAS 

modeļa gadījumā informācijas daudzums ir saglabāts lielākā mērā, jo tiek izmantoti 

augstākas frekvences nepārveidoti dati. MIDAS pieeja nodrošina efektīvu veidu, kā 

saglabāt informācijas, kas bieži daļēji pazūd, izmantojot vienkāršu datu agregāciju kā tilta 

modeļos.  

MIDAS modeļu ideju pirmo reizi plaši attīstīja (Ghysels et al., 2006) un kopš tā laika 

šī metode ir guvusi ievērojamu atzinību starp pētniekiem un politikas veidotājiem. 

Turpmākie pētījumi (Clements & Galvao, 2005; Foroni et al., 2015; Heinisch & Scheufele, 

2018) apstiprināja MIDAS modeļu augsto prognozēšanas potenciālu un spēju izmantot 

neviendabīgas frekvences datus reālos laika apstākļos. 

MIDAS modeļi eirozonas kontekstā arī ir plaši pielietoti. ECB un citi institūti ir 

eksperimentējuši ar šo modeli, apvienojot dažādas augstas frekvences sērijas – rūpniecības 

ražošanu, aptauju indikatorus un finanšu datus – ar mērķi uzlabot ceturkšņa IKP prognozes 

kvalitāti (Banbura & Modugno, 2014). 

Izmantojot MIDAS pieeju prognozēšanai, tiek novērsta nepieciešamība veikt 

agregāciju augstas biežuma datiem līdz atkarīgā mainīgā frekvencei. Tomēr, lai 

nodrošinātu lineāru sakarību starp mainīgajiem, ir nepieciešama atbilstoša datu 

transformācija. Lietojot mainīgo līmeņa rādītājus, tiek aprēķināti pieauguma tempi 

attiecībā pret iepriekšējo periodu augstās frekvences griezumā. Mūsu analizētajā gadījumā 
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augstfrekvences dati ir novēroti mēneša griezumā, taču teorētiski tie var būt arī nedēļas, 

dienas un pat vēl augstākā frekvencē. Nākamais solis ietver frekvenču izlīdzināšanu, 

palielinot konkrētā prediktora novērojumu skaitu proporcionāli frekvenču atšķirībai starp 

atkarīgo un neatkarīgo mainīgo. Konkrētajā gadījumā IKP pieauguma tempi tiek mērīti 

ceturkšņa frekvencē, bet izvēlētie vadošie indikatori – mēneša frekvencē. Līdz ar to katram 

ceturkšņa novērojumam tiek izmantoti trīs mēneša novērojumi, kas atbilst attiecīgā 

ceturkšņa trešajam, otrajam un pirmajam mēnesim. Pievienojot arī iepriekšējā ceturkšņa 

aizkavētos novērojumus, kopējais neatkarīgo mainīgo skaits pieaug līdz sešiem, jo tiek 

izmantoti arī attiecīgo mēnešu pieauguma tempi iepriekšējā ceturksnī. Šāda pieeja būtiski 

palielina modeļa parametrisko dimensiju, kas savukārt uzliek ierobežojumus regresoru 

skaitam. Jāņem vērā, ka katra papildu mainīgā iekļaušana modelī ne tikai palielina 

strukturālo sarežģītību, bet arī var radīt troksni un, atsevišķos gadījumos, samazināt 

prognozes precizitāti. 

Praksē modelī parasti iekļauj tikai vienu skaidrojošo mainīgo. Piemēram, ja modelī 

ar jauktas biežuma datiem kā skaidrojošie mainīgie tiek izmantoti mēneša dati, bet 

atkarīgais mainīgais ir ceturkšņa dati, tad, pievienojot vēl vienu skaidrojošo mainīgo, būs 

jāiekļauj vēl trīs papildu regresori un tas neieskaitot pievienotā mainīgā iepriekšējos 

periodus.  

Šajā darbā MIDAS modeļa gala rezultāts tika iegūts kā atsevišķi uzbūvētu modeļu 

prognožu vidējā vērtība, kur katrs modelis tika konstruēts, izmantojot vienu regresoru. Lai 

samazinātu prognožu ar augstu kļūdu ietekmi un tādējādi uzlabotu gala prognozes 

precizitāti, visi pieejamie regresori netika iekļauti modelēšanā un prognozēšanā. Tika 

veikta sākotnēja atlase, izslēdzot tos mainīgus, kuru Pīrsona korelācijas koeficienta 

absolūtā vērtība ar IKP pieauguma tempiem bija zema, tādējādi samazinot potenciāli 

nevērtīgu informācijas avotu iekļaušanu modelī. 

Atlases rezultātā iegūtie prediktori, kā arī to aizkavētās vērtības, tika izmantoti 

prognožu ģenerēšanai, kur katra regresora prognoze tika aprēķināta atsevišķi. Gala 

prognoze tika iegūta, aprēķinot visu atsevišķo prognožu aritmētisko vidējo, kas ļauj 

mazināt individuālu modeļu kļūdu ietekmi un uzlabo kopējo prognozēšanas noturību un 

stabilitāti. 
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Līdzīgi kā tilta modeļos, arī MIDAS modeļos tika izmantoti pseidoreālā laika dati – 

tas nozīmē, ka katras prognozes izveides brīdī tika izmantota tikai tā informācija, kas būtu 

bijusi pieejama faktiskajā situācijā. Šāda pieeja samazina datu noplūdes (angļu cal. data 

leakage) risku un nodrošina prognozēšanas rezultātu lielāku atbilstību faktiskajiem 

apstākļiem. Sekojot līdzīgai pieejai kā tilta modeļos, arī šeit trūkstošo datu aizpildīšanai 

tika pielietota to prognozēšana, izmantojot ARIMA modeli. Katram no izmantotajiem 

prediktoriem raksturīga atšķirīga datu publicēšanas aizture, tādēļ, lietojot vienotu datu 

versiju (angļu val. vintage), trūkstošo vērtību apjoms katram mainīgajam atšķīrās. ARIMA 

prognozēšana ļāva aizpildīt katra prediktora laika rindu līdz prognozējamā ceturkšņa 

pēdējām mēnesim. ARIMA modeļa maksimālais autoregresīvo un slīdošā vidējā 

komponentu kārtas parametrs bija 4. Katras trūkstošās vērtības prognozei tika izmēģinātas 

visas iespējamās ARIMA funkciju kombinācijas un optimālā specifikācija tika izvēlēta pēc 

minimālā AIC kritērija vērtības. Ja trūkstošo vērtību skaits bija lielāks par vienu, tad 

nākamās vērtības bija prognozētas iteratīvi būvējot jaunus ARIMA modeļus. 

MIDAS modeļa specifika ir tāda, ka augstas frekvences dati tiek iekļauti regresijas 

vienādojumā bez iepriekš definētas svēršanas funkcijas – koeficienti tiek noteikti 

modelēšanas procesā, minimizējot prognozēšanas kļūdu. Tipisks MIDAS modelis var tikt 

uzrakstīts šādā formā: 

 𝑦𝑡
𝑄 = 𝛼0 + ∑ 𝛼𝑖𝑦𝑡−𝑖

𝑄𝑝
𝑖=1 + ∑ 𝛽𝑗𝑥

𝑡−
𝑗

𝑠

𝑀𝑘
𝑗=0 + 𝜀𝑡

𝑄 ,  (3.7.) 

kur 𝑦𝑡
𝑄

 – IKP pieauguma temps ceturksnī 𝑡; 

𝛼0 – fiksēts pieauguma līmenis, kas nav atkarīgs no citiem mainīgajiem; 

∑ 𝛼𝑖𝑦𝑡−𝑖
𝑄𝑝

𝑖=1  – autoregresīvie komponenti, IKP pieauguma temps iepriekšējos ceturkšņos; 

𝑠 – augstas frekvences novērojumu skaits vienā zemas frekvences periodā (3 mēneši vienā 

ceturksnī); 

𝑘 – kopējais augstas frekvences nobīžu skaits; 

∑ 𝛽𝑗𝑥
𝑡−

𝑗

𝑠

𝑀𝑘
𝑗=0  – augstas frekvences mainīgā ietekme uz atkarīgo mainīgo; 

𝜀𝑡
𝑄

 – kļūdas komponente. 

Vienādojumā (3.7.) pirmais, otrais un trešais kāda mainīgā novērojumu mēnesis 

attiecīgajā ceturksnī 𝑡 ir apzīmēts kā 𝑥
𝑡−

2

3

𝑀 , 𝑥
𝑡−

1

3

𝑀 , 𝑥𝑡
𝑀 attiecīgi.  
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Līdzīgi kā tilta modeļos, arī šeit tika noteikts nobīžu maksimums – divi iepriekšējie 

zemas frekvences periodi, kas nozīmē, ka modelī tika iekļauti deviņi mēneša regresori, bet 

svaru funkcija ļauj katram mēneša novērojumam ietekmēt rezultātu atšķirīgā mērā. 

Kopumā MIDAS pieejas galvenās priekšrocības ir elastība un efektīva datu 

izmantošana, , kas ir īpaši noderīga situācijās ar nepilnīgiem datiem, jo agregācijas procesā 

netiek zaudēta pieejamā informācija. 

3.2.3. Faktoru modeļi  

Faktoru modeļi balstās uz PCA un ļauj efektīvi apstrādāt un analizēt augstas 

dimensijas datus. Šīs metodes ir labi pieradījuši sevi IKP prognozēšanā (Giannone et al., 

2008; Stock & Watson, 2002a; Stock & Watson, 2002b) un ir joprojām plaši izmantojami. 

Galvenā šo metožu priekšrocība ir spējā identificēt nelielu skaitu latentās struktūras jeb 

faktoru, kas spēj izskaidrot lielāko daļu no datos slēptās informācijas. 

Faktoru modeļu būtība balstās uz pieņēmumu, ka daudzas ekonomisko rādītāju 

laikrindas kopīgi reaģē uz dažiem kopīgiem šokiem vai procesiem, kurus iespējams 

modelēt ar latentiem faktoriem. Šie faktori, kas nav tieši novērojami, tiek iegūti kā lineāras 

kombinācijas no novērojamiem mainīgajiem. Tieši šeit īpaši noderīga kļūst PCA – klasiskā 

statistikas metode, kas ļauj no sākotnēji korelētajiem mainīgajiem iegūt jaunu mainīgo 

kopu, kur katrs no galvenajiem komponentiem ir savstarpēji nekorelēts un satur maksimāli 

iespējamo informāciju par datu variāciju. 

PCA metodes rezultātā tiek iegūtas galvenās komponentes, kas sakārtoti pēc to spējas 

izskaidrot datu kopējo variāciju. Pirmā galvenā komponente izskaidro lielāko daļu 

informācijas, otrā – lielāko daļu no atlikušās informācijas utt. Šī metodoloģija ļauj būtiski 

samazināt datu dimensiju, nezaudējot būtisko informāciju. Mūsu darbā un ekonomisko 

datu gadījumā kopumā šī pieeja ir īpaši noderīga, jo uz ne tik lielu novērojumu skaitu 

parasti ir liels mainīgo skaits.  

Prognozēšanas kontekstā PCA tiek izmantota kā ieejas punkts faktoru modeļu 

izveidē. Kad faktori ir identificēti, tie tiek izmantoti kā neatkarīgie mainīgie regresijas 

modeļos, kuros prognozējamais mainīgais – piemēram mūsu gadījumā, IKP ceturkšņa 

izaugsmes temps – tiek modelēts kā funkcija no šiem faktoriem. Lai uzlabotu modeļa 
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dinamiku un ņemtu vērā iespējamos nobīžu efektus tiek iekļauti arī atkarīgā mainīga 

kavējumi jeb autoregresīvie locekļi.  

Faktoru skaita izvēle ir kritisks solis šajā procesā. Literatūrā plaši izmantoti formāli 

kritēriji, piemēram, Kaisera (Kaiser, 1960) metode, kas ļauj objektīvi novērtēt optimālo 

faktoru skaitu, balstoties uz datu struktūru un modeļa prognozēšanas spēju. Pārmērīgs 

faktoru skaits var izraisīt pārapmācību un nevajadzīgu sarežģītību, savukārt nepietiekams 

faktoru skaits var novest pie būtiskas informācijas zaudēšanas. 

Lai faktori atspoguļotu pēc iespējas vairāk kopējo ekonomisko dinamiku, ir svarīgi 

veikt datu standartizāciju pirms PCA piemērošanas. Tas nodrošina, ka nevienam no 

mainīgajiem nav nepamatoti liela ietekme, tikai tāpēc, ka tas ir mērīts lielākā mērogā.  

Līdzīgi kā iepriekš aprakstītās metodēs tika izmantoti pseidoreālā laika dati un 

trūkstošās vērtības tika aizpildītas ar ARIMA modeli. ARIMA modeļu izbūvei un izvēlei 

tika izmantota līdzīga pieeja – maksimālais autoregresīvo un slīdošā vidējā komponentu 

kārtas parametrs tika noteikts kā vienāds ar četri un optimālā specifikācija tika izvēlēta pēc 

minimālās AIC kritērija vērtības. 

Kad dati ir veiksmīgi aizpildīti var veikt PCA, kuru var aprakstīt šādi: 

 𝑓𝑚𝑡 = ∑ 𝜑𝑚𝑗𝑥𝑗𝑡
𝑝
𝑗=1 ,  (3.8.) 

kur 𝑓𝑚𝑡  – 𝑚-tās galvenās komponentes vērtība 𝑡-tajam novērojumam, kas ir jaunā iegūtā 

komponente izteikta kā lineāra kombinācija no sākotnējiem mainīgajiem; 

𝑝 – sākotnējo mainīgu skaits; 

𝜑𝑚𝑗 – svara koeficients, kas parāda, cik lielā mērā 𝑗-tais mainīgais ietekmē 𝑚-to galveno 

komponenti; 

𝑥𝑗𝑡 – standartizēta j-tā sākotnējā mainīgā vērtība 𝑡-tajam novērojumam jeb novērojuma dati 

pēc vidējās un standartnovirzes korekcijas. 

Pēc faktoru iegūšanas tiek veikta galveno komponenšu regresija (PCR), kur 

atkarīgais mainīgais tiek regresēts pret galvenajiem komponentēm. Šī pieeja vienlaikus 

risina vairākas problēmas: tā samazina datu dimensiju, novērš multikolinearitāti un uzlabo 

prognozes stabilitāti, kas ir sasniegts dēļ līdzsvara starp modeļa sarežģītības un 

prognozēšanas precizitātes. Modeli matemātiski var aprakstīt sekojoši: 

 𝑦𝑡 = 𝜃0 + ∑ 𝜃𝑚𝑓𝑚𝑡 + 𝜀𝑡
𝑀
𝑚=1 ,  (3.9.) 
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kur 𝑦𝑡 – atkarīgais mainīgais laikā 𝑡; 

𝜃0 – konstants loceklis regresijas modelī; 

𝑀 – izmantoto galveno komponentu skaits; 

𝜃𝑚 – regresijas koeficients pie 𝑚-tās galvenās komponentes; 

𝑓𝑚𝑡 – 𝑚-tās galvenās komponentes jeb faktora vērtība 𝑡-tajam novērojumam; 

𝜀𝑡 – kļūdas komponente. 

Faktoru modeļu izmantošana IKP prognozēšanā ir īpaši aktuāla laikā, kad ir 

pieejamas vairākas mainīgo grupas un kopējais regresoru skaits ir liels. Tie ir piemērojami 

gan tagadnes prognozēšanā,  kas tika īstenots šajā darbā, gan prognozēs vienu vai divus 

ceturkšņus uz priekšu. Šāda tipa modeļu uzbūve ļauj efektīvi integrēt lielus datu apjomus, 

bet to veiksmīga pielietošana prasa rūpīgu datu apstrādi, piemērotu faktoru skaita izvēli un 

izpratni par modeļa uzbūvi un ierobežojumiem. Tomēr pasaules prakse rāda, ka korektas 

pielietošanas gadījumā prognozēšanas kvalitāte un analītisko dziļums salīdzinājumā ar 

tradicionālajām vienkāršajām laika rindas metodēm parasti ir augstākā līmenī. 

3.3. Mašīnmācīšanās algoritmi 

Pirms apskatīt daudzveidīgās mašīnmācīšanās metodes un algoritmus, ir svarīgi 

pievērsties amerikāņu matemātiķa un statistiķa Leo Breimana (2001a) nozīmīgajai 

publikācijai. Šajā darbā viņš izceļ divas pieejas jeb "kultūras" datu statistiskajā 

modelēšanā. Pirmā balstās uz pieņēmumu, ka datu ģenerēšanas process seko noteiktam 

stohastiskam modelim. Savukārt otra pieeja neveido konkrētus pieņēmumus par datu 

ģenerēšanas mehānismu un cenšas izveidot algoritmu, kas visprecīzāk paredz rezultātus, 

balstoties uz ievaddatiem. 

Tieši šai otrajai kultūrai pieder algoritmiskā modelēšana, kas plašāk pazīstama kā 

mašīnmācīšanās. Šīs pieejas galvenā iezīme ir koncentrēšanās uz prognozēšanas precizitāti 

un spēja strādāt ar sarežģītiem un augstas dimensijas datiem. Mašīnmācīšanās algoritmi 

mācās tieši no datu kopām, identificējot likumsakarības un sakarības, kuras bieži vien nav 

pamanāmas ar klasiskajām statistikas metodēm. Tas padara mašīnmācīšanos par spēcīgu 

rīku dažādu praktisku problēmu risināšanā dažādās jomās. 

Tādējādi jau konceptuālā līmenī mašīnmācīšanās pieeja būtiski atšķiras no 

tradicionālās statistikas un ekonometriskās analīzes. Klasiskie ekonometriskie modeļi 
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parasti balstās uz iepriekš pieņemtām teorētiskām nostādnēm un tiecas uz modeļa 

parametru interpretējamību. Šīs pieejas mērķis bieži vien ir izprast cēloņsakarības un 

pārbaudīt ekonomiskās hipotēzes. Modeļi tiek veidoti ar noteiktiem pieņēmumiem – 

piemēram, linearitāte, normāli sadalīti kļūdu termini, kolinearitātes un autokorelācijas 

neesamība. Šo pieņēmumu pārkāpums var novest pie nekorektiem rezultātiem un 

kļūdainiem secinājumiem. 

Pretēji tam mašīnmācīšanās koncentrējas ne tik daudz uz modeļa interpretāciju, cik 

uz tā prognozēšanas precizitāti. Šeit galvenais ir nevis kāpēc modelis izdara konkrētu 

prognozi, bet cik labi tas spēj prognozēt datu uzvedību nākotnē. Mašīnmācīšanās algoritmi 

balstās uz elastīgām struktūrām, kas bieži spēj atklāt sarežģītas un nelineāras sakarības, jo 

tiem nav stingri noteiktas teorētiskas formas. Šīs metodes var būt īpaši efektīvas situācijās, 

kad nav skaidras teorētiskas modeļa struktūras, bet datu apjoms un daudzveidība apgrūtina 

klasisko metožu izmantošanu. 

Pateicoties spējai pielāgoties datiem un “mācīties” no tiem bez nepieciešamības 

iepriekš definēt noteikumus, mašīnmācīšanās iegūst arvien plašāku pielietojumu 

ekonomikas pētījumos -  prognozēšanas, klasifikācijas un riska novērtēšanas uzdevumos. 

Atšķirībā no ekonometriskiem modeļiem, kas bieži prasa manuālu specifikācijas izvēli un 

hipotēžu testēšanu, mašīnmācīšanās pieejas ļauj automatizēt analīzes procesu un izmantot 

daudz vairāk pazīmju bez būtiskas veiktspējas zuduma. 

Nākamajā darba sadaļā tiks aplūkoti vairāki no biežāk izmantotajiem 

mašīnmācīšanās algoritmiem, kas tiek pielietoti ekonomikā un ar to saistītās jomās. Tajā 

tiks izklāstītas šo algoritmu pamatidejas, darbības principi un to apmācību pieejas. 

3.3.1. Nejaušo mežu algoritms 

RF ir spēcīgs ansambļa mašīnmācīšanās algoritms, ko 2001. gadā izstrādāja Leo 

Breimans (Breiman, 2001b). Šī metode apvieno vairākus lēmumu kokus, lai uzlabotu 

prognožu precizitāti un samazinātu pārmācīšanos. Pamatideja balstās uz daudzu neatkarīgu 

lēmumu koku veidošanu, izmantojot dažādas sākotnējās datu kopas apakškopas. Pēc tam 

tiek paņemts vidējais no visu koku prognozēm kā metodes galīgā prognozes (3.2. att.). 

Šāda arhitektūra ļauj kompensēt atsevišķu modeļu trūkumus un būtiski uzlabo modeļa 

noturību pret trokšņiem un anomālijām datos. 



52 

 

 

 

3.2. att. RF prognožu struktūras shēma 

(modificēts no (Keboola, 2020)) 

Katrs koks, kas ietilpst RF algoritmos, tiek veidots pielietojot atkārtotās izlases 

metodi (angļu val. bootstrap), t. i., nejaušu izlasi ar atgriešanu no sākotnējiem 

novērojumiem. Turklāt katrā dalīšanas posmā koka veidošanas procesā tiek izvēlēta 

nejauša pazīmju apakškopa, no kuras tiek noteikts optimālais dalījuma punkts (angļu val. 

split). Šāda pieeja ievieš papildu nejaušību, kas samazina korelāciju starp kokiem un 

tādējādi uzlabo modeļa spēju vispārināt rezultātus. 

Parasti zinātniskajā literatūrā tiek izmantota formula 𝑚 = √𝑝, kur 𝑝 ir kopējais 

pazīmju skaits, lai noteiktu atribūtu skaitu, kas jāizvēlas katrā dalīšanas solī klasifikācijas 

uzdevumos. Tomēr, kā norādīts (Hastie et.al., 2008) grāmatā, šī formula ir piemērota 

klasifikācijas uzdevumiem, savukārt regresijas koku veidošanai ieteiktais noklusējuma 

variants ir 𝑚 =
𝑝

3
. Tiek arī uzsvērts, ka praksē optimālo attiecību var aprēķināt pēc citas 

formulas, kas var atšķirties no noklusētajām vērtībām. Šo parametru iespējams mainīt, 

pielāgojot algoritmu konkrētajam uzdevumam. 
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Mainīgo gadījuma izlase ļauj izvairīties no dominējošu pazīmju ietekmes un palielina 

koku daudzveidību ansamblī. Matemātiski modeli var izteikt šādi: 

 𝑦̂𝑡 =
1

𝐵
∑ 𝑓𝑏(𝑥𝑡)𝐵

𝑏=1 ,  (3.10.) 

kur 𝑦̂𝑡 – prognozētā IKP pieauguma temps laika brīdī 𝑡; 

𝐵 – kopējais koku skaits ansamblī; 

𝑓𝑏(𝑥𝑡) – viena koka ar indeksu 𝑏 prognoze pie datu vektora 𝑥𝑡. 

Aplūkojot detalizētāk – katrs lēmumu koks modelē mērķa mainīgā atkarību no 

prediktoriem, sadalot pazīmju telpu vairākos 𝑀 apakšreģionos 𝑅1, 𝑅2, … , 𝑅𝑀, kuros 

prognoze tiek novērtēta kā konstanta vērtība 𝑐𝑚, kas atbilst mērķa mainīgā vidējai vērtībai 

attiecīgajā reģionā. To var matemātiski izteikt šādi: 

 𝑦̂𝑡 = ∑ 𝑐𝑚𝐼(𝑥𝑡 ∈ 𝑅𝑚)𝑀
𝑚=1 ,  (3.11.) 

kur 𝑦̂𝑡 – atkarīgā mainīgā prognozētā vērtība laika brīdī 𝑡; 

𝑥𝑡 – prediktoru vērtību vektors tajā pašā laika brīdī 𝑡; 

𝑅𝑚 – prediktoru telpas apakšreģions ar indeksu 𝑚; 

𝑐𝑚 – prognozes vidējā vērtība attiecīgajā apakšreģionā; 

𝑀 – kopējais apakšreģionu skaits koka struktūrā. 

Tā kā vērtība 𝑐𝑚 tiek izvēlēta tā, lai minimizētu kvadrātisko kļūdu summu starp 

faktiskajām mērķa mainīgā vērtībām un prognozēm, tad optimālais sadalījums 

apakšreģionos tiek panākts tādos 𝑗 un 𝑠 gadījumos, kuros šis izteiksmes lielums ir 

minimāls: 

 ∑ (𝑦𝑖 − 𝑐1)2
𝑥∈𝑅1(𝑗,𝑠)

+ ∑ (𝑦𝑖 − 𝑐2)2
𝑥∈𝑅2(𝑗,𝑠)

,  (3.12.) 

kur 𝑗 – prediktora indekss; 

s – sliekšņa vērtība, pēc kuras notiek sadalīšana attiecīgajā prediktorā; 

𝑐1 – prognozes vidējā vērtība apakšreģionā 𝑅1; 

𝑐2 – prognozes vidējā vērtība apakšreģionā 𝑅2; 

𝑦𝑖 – faktiskā atkarīgā mainīgā vērtība.  

Nākamajā solī apakšreģionus 𝑅1 un 𝑅2 var tālāk sadalīt, izmantojot nākamos 

optimālos mainīgos un to sliekšņa vērtības. Šādu koku kopums, kurā katrs ir sadalīts 

vairākos apakšreģionos, veido RF algoritma struktūru. 
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Kopējā algoritma arhitektūra ar nejaušām apakšizlasēm, pazīmju telpas dalīšanu un 

prognožu apvienošanu no vairākiem kokiem ir īpaši efektīva regresijas uzdevumos, kur 

svarīgi ņemt vērā nelineāras sakarības un mainīgo mijiedarbību. Prognožu rezultātu 

apvienošana, ka arī nejaušās mainīgo apakšizlases noved pie tā, ka modelis kļūst noturīgāks 

pret pārmācīšanos un trokšņiem datos un parasti nodrošina stabilus un uzticamus 

prognozēšanas rezultātus. Algoritma vēl viens būtisks pluss ir tā spēja efektīvi veikt 

apmācīšanas posmu, jo koku veidošana var notikt paralēli, ekonomējot resursus. 

3.3.2. Gradiena pastiprināšanas algoritms XGBoost 

XGB algoritms ir uzlabota gradienta pastiprināšanas lēmumu koku (GBDT) metodes 

versija, tādēļ vispirms apskatīsim šīs pastiprināšanas metodes būtību. 

GBDT metode apvieno vairākus vājus modeļus vienā kopējā modelī. Par pamata 

modeli šeit tiek izmantots lēmumu koks. Atšķirībā no RF algoritma, kur koki tiek apmācīti 

paralēli un neatkarīgi viens no otra, GBDT metodes koki tiek būvēti secīgi. Tā ir aditīva 

pieeja, kur katrs nākamais koks tiek pievienots esošajam modelim lai koriģētu tā kļūdas. 

Gala prognoze tiek veidota, summējot visu koku rezultātus, kas ietilpst ansamblī. 

Matemātiski šo modeli var uzskatīt par atsevišķu koku summu, kur katrs koks mācās no 

iepriekšējo modeļu kļūdām: 

 𝑦̂𝑡 = ∑ 𝜗𝑏𝑓𝑏(𝑥𝑡)𝐵
𝑏=1 ,  (3.13) 

kur 𝑦̂𝑡 – prognozētā IKP pieauguma tempu vērtība laika brīdī 𝑡; 

𝐵 – kopējais koku skaits ansamblī; 

𝑓𝑏(𝑥𝑡) – viena koka ar indeksu 𝑏 prognoze; 

𝜗𝑏 – mācīšanās ātruma koeficients/rādītājs (angļu val. learning rate), kas nosaka šī 

konkrētā koka ieguldījumu gala prognozē. 

Koeficients 𝜗𝑏 ir fiksēts mācīšanās ātruma rādītājs, un tā vērtības maiņa ietekmē 

uzbūvēto koku skaitu. Kā empīriski parādīja Frīdmens (Friedman, 2001), šī koeficienta 

samazināšana diapazonā no 0 līdz 1 parasti noved pie lielāka koku skaita un augstākas 

modeļa precizitātes. Kopā ar augstāku precizitāti palielinās arī pārmācīšanās risks, jo 

modelis sāk pārāk precīzi pielāgoties apmācību datiem. Rezultātā var samazināties tā spēja 

vispārināt un prognožu precizitāte jaunā datu kopā var pasliktināties. Tāpēc ir būtiski rūpīgi 
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izvēlēties uzbūvēto koku skaitu un kontrolēt modeļa sarežģītību. Šo iteratīvo koku 

būvniecības un prognozes uzlabošanas procesu var izteikt šādi: 

 𝑓𝑏(𝑥) = 𝑓𝑏−1(𝑥) + 𝜗 ∙ ℎ𝑏(𝑥),  (3.14) 

kur 𝑓𝑏(𝑥) – modeļa aditīvais prognozes rezultāts solī 𝑏; 

𝑓𝑏−1(𝑥) – modeļa prognoze iepriekšējā solī; 

𝜗𝑏 – mācīšanās ātruma koeficients, kas nosaka attiecīgā koka ar indeksu 𝑏 ieguldījumu 

kopējā prognozē; 

ℎ𝑏(𝑥) – “vāja” modeļa (parasts lēmuma koks) prognoze solī 𝑏. 

XGB algoritma pamatideja ir ļoti līdzīga iepriekš apskatītajam GBDT, taču tas ir 

papildus uzlabots. Galvenās atšķirības no klasiskā GBDT algoritma ir saistītas ar 

optimizācijas funkciju un aprēķinu struktūru. Viena no būtiskākajām atšķirībām ir tā, ka 

XGB izmanto regulārizācijas termiņu, kas palīdz kontrolēt modeļa sarežģītību un samazina 

pārmācīšanās risku. Tas nozīmē, ka modelis tiek "sodīts" par pārāk sarežģītu struktūru, 

piemēram, dziļiem kokiem vai lielu lapu mezglu skaitu, tādējādi uzlabojot spēju veiksmīgi 

prognozēt jaunus datus. 

Turklāt, atšķirībā no GBDT, kas optimizācijas procesā izmanto tikai pirmās kārtas 

atvasinājumus jeb gradientus, XGB izmanto arī otrās kārtas atvasinājumus zaudējumu 

funkcijā. Tas ļauj precīzāk noteikt, kādā virzienā un cik lielā mērā jāpielāgo modelis, lai 

samazinātu kļūdu, tādējādi uzlabojot modeļa precizitāti. 

No lietotāja skatpunkta XGB piedāvā vēl vienu būtisku priekšrocību – skaitļošanas 

laika samazināšanu un resursu efektīvāku izmantošanu. Tas nevar notikt dēļ lēmuma koku 

paralēlai būvēšanai, jo abi algoritmi koku konstruēšanai izmanto iepriekšēja koka 

rezultātus, bet XGB nodrošina paralēlizāciju pazīmju līmenī, veicot efektīvāku labāko 

šķelšanas punktu meklēšanu katra koka izbūves laikā.  

3.3.3. Atbalsta vektoru regresija 

SVR ir regresijas algoritms, kas attīstījies no sākotnēji klasifikācijas uzdevumiem 

izstrādātas metodes atbalsta vektoru mašīnas (SVM). Sākotnējo SVM koncepciju ieviesa 

Vapņiks un Červonenkiss (Vapnik & Chervonenkis, 1964). Līdz 1990. gadiem viņi attīstīja 

statistisko mācīšanās teoriju un strādāja pie modeļa kapacitātes un vispārināšanas īpašību 

formalizēšanas. Boser et al. (1992) pielietoja kodolu (angļu val. kernel) metodi un 
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paplašināja SVM pielietojumu nelineārai klasifikācijai. Kortes un Vapņiks (Cortes & 

Vapnik, 1995) ieviesa mīkstās robežas (angļu val. soft margin) SVM, kas ļauj modeļiem 

pieļaut zināmu kļūdu daudzumu, padarot šo pieeju daudz praktiskāku reālās situācijās. 

1997. gadā tika piedāvāta jauna regresijas metode, kas tika balstīta uz iepriekšējiem 

atbalsta vektoru koncepcijas darbiem (Drucker et al., 1997). Darba mērķis bija pielāgot 

algoritmu regresijas uzdevumiem ar kvantitatīvu atkarīgo mainīgu.  

SVR pamatideja ir tādas funkcijas izveide, kas pēc iespējas precīzāk apraksta saistību 

starp neatkarīgiem un atkarīgiem mainīgajiem. Nelielas novirzes, kas ir mazākas par 

iepriekš noteikto robežu 𝜀, ir uzskatītas kā nebūtiskas kļūdas. Šī pieļaujamā zona veido tā 

saukto “𝜀 – cauruli” ap mērķfunkciju (3.3. att.). Novirzes ārpus šīs caurules tiek sodītas, 

bet tās, kas iekļaujas caurulē, netiek uzskatītas par kļūdām. 

 

  
3.3. att. SVR “𝜺 - caurule” 

(aizgūts no (Rosenbaum, 2013)) 

Regresijas modelis tiek formulēts kā optimizācijas problēma, kurā vienlaikus tiek 

minimizēta gan modeļa sarežģītība, gan kopējā prognozēšanas kļūda. Tāpat kā SVM 

gadījumā, galīgais risinājums balstās uz atbalsta vektoriem – treniņdatiem, kas atrodas 

ārpus “𝜀 – caurules” un ietekmē gala modeli. Šāda pieeja nodrošina labu vispārināšanas 

spēju, kas nozīmē, ka algoritms ir noturīgs pret pārmācīšanos. Modeli ar lineāro kodolu var 

aprakstīt šādi: 
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 𝑓(𝑥𝑡) = 𝑥𝑡
′𝑤,  (3.15) 

kur 𝑓(𝑥𝑡) – prognozētā vērtība jeb modeļa izeja konkrētajam ievades vektoram 𝑥𝑡; 

𝑥𝑡
′ – transponēts ievades vektors laika brīdī 𝑡; 

𝑤 – svaru jeb koeficientu vektors, kas nosaka, cik lielu ietekmi katra ievades vērtība atstāj 

uz rezultātu. 

Modeļa treniņprocesā tiek izmantoti vairāki novērojumi un algoritms novērtē svaru 

matricu, minimizējot funkciju, kas sastāv no kļūdu summas un regulārizācijas locekļa:  

 𝐶 ∑ 𝑉(𝑦𝑡 −𝑇
𝑡=1 𝑥𝑡

′𝑤) +
1

2
‖𝑤‖2,       (3.16) 

kur 𝑉(𝑦𝑡 − 𝑥𝑡
′𝑤) – zaudējumu funkcija; 

𝑦𝑡 – faktiskā vērtība laika posmā 𝑡; 

𝑥𝑡
′ – transponēts ievades vektors laika brīdī 𝑡; 

𝑤 – svaru jeb koeficientu vektors, kas nosaka, cik lielu ietekmi katra ievades vērtība atstāj 

uz rezultātu; 

𝐶 – kompromiss starp kļūdu minimizēšanu un regulārizāciju (hiperparametrs). 

Savukārt zaudējumu funkcija tiek definēta šādi: 

𝑉(𝑦𝑡 − 𝑥𝑡
′𝑤) = {

0|𝑦𝑡 − 𝑥𝑡
′𝑤| − 𝜀      ja |𝑦𝑡 − 𝑥𝑡

′𝑤| <  𝜀 citādi,
|𝑦𝑡 − 𝑥𝑡

′𝑤| − 𝜀0     , citādi, ja |𝑦𝑡 − 𝑥𝑡
′𝑤| <  𝜀

  (3.17) 

kur  𝑉(𝑦𝑡 − 𝑥𝑡
′𝑤) – zaudējumu funkcija;  

𝑦𝑡 – faktiskā vērtība laika posmā 𝑡; 

𝑥𝑡
′ – transponēts ievades vektors laika brīdī 𝑡; 

𝑤 – svaru jeb koeficientu vektors, kas nosaka, cik lielu ietekmi katra ievades vērtība atstāj 

uz rezultātu; 

𝜀 – jūtības slieksnis (hiperparametrs). 

Zaudējumu funkcija iegūst nulles vērtību, ja atšķirība starp prognozēto un reālo 

vērtību ir mazāka par iepriekš noteikto robežu 𝜀, lielākas novirzes tiek sodītas. Otrais 

loceklis funkcijā darbojas kā regulārizācijas komponents, kas palīdz izvairīties no 

algoritma pārmērīgas pielāgošanās treniņdatiem. Šajā metodē 𝜀 un 𝐶 ir hiperparametri, 

kurus iespējams pielāgot, lai uzlabotu modeļa treniņa rezultātus. SVR algoritms labi 

vispārina un ir mazāk jūtīgs pret troksni un izlecošiem novērojumiem. 

  



58 

 

4. MODEĻU IZSTRĀDE UN REZULTĀTU INTERPRETĀCIJA 

4.1. Modeļu variācijas 

Šī darba viena no pamatidejām ir dažādu algoritmu un modeļu grupa salīdzināšana 

Latvijas IKP prognozēšanai. Kā bija aprakstīts 3. sadaļā eksistē etalonmodeļi, kas 

prognozēšanai izmanto tika IKP vēsturiskos datus, klasiskie statistiskie modeļi un 

mašīnmācīšanas nelineāri algoritmi. 

Skatoties dziļāk uz ekonometriskiem statistiskiem modeļiem, tika izvēlēti plaši 

izmantoti varianti – tilta, MIDAS un PCR jeb faktoru modeļi. No grupas, kas šajā gadījumā 

ir izaicinātājs (angļu val. challenger), t.i. mašīnmācīšanās algoritmi, darbā tiek izmantoti 

vieno no populārākajiem – RF, XGB un SVR. Visiem modeļiem ir atšķirīgi parametri, kas 

dažādā mērā ietekmē vērtības prognozēšanas procesu, tāpēc darbā tika izmantotas vairākas 

katra algoritma variācijas. 

Mašīnmācīšanās modeļos šo procesu sauc par hiperparametru regulēšanu, kuri 

dažreiz tiek atlasíti automātiski. Tas tiek panākts izveidojot lielu skaitu dažādu parametru 

kombinācijas kam seko modeļa izveide katrai kombinācijas un rezultātu iekšēja 

salīdzināšana. Pieminētā metode prasa ļoti daudz resursu, bet palīdz nonākt pie optimāla 

risinājuma. Šī darba kontekstā abu grupu algoritmiem modeļu variācijas tika iestatītas 

manuāli, ņemot vērā katras metodes īpatnības. Zemāk tiek aplūkotas dažas no pielietotām 

modeļu variācijām.  

Šajā darbā tilta un MIDAS modeļu realizācijas vispārējā ideja ir tāda, ka katram 

vadošajam mēneša atribūtam tiek izveidots viens modelis un pēc tam no visām prognozēm 

tiek aprēķināta viena vērtība. Šajā gadījumā variācijas bija mainīgo skaits modeļu 

konstruēšanai, kā arī prognožu apvienošanas varianti. Viena izmantotā pieeja ir modeļu 

izstrāde katram no pieejamiem atribūtiem un turpmāka visu prognožu vai 80 % prognožu 

aritmētisko vidējo vērtību aprēķināšana, ignorējot 10 % zemākās un augstākās vērtības. 

Alternatīvi visu mainīgo, kas izturēja stacionaritātes testu, izmantošanai variācijas tika 

noteiktas ar iepriekšējo atribūtu atlasi. Piemēram, tika atlasīti 10 vai 20 mainīgie ar 

augstākajām Pīrsona (Pearson) korelācijas koeficienta absolūtajām vērtībām ar 

prognozējamo mainīgo. 
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PCR jeb faktoru modeļu konstruēšanai tika izmantota cita pieeja. Pirmkārt, tika 

izmantots iepriekš noteikts komponentu skaits, piemēram, 1, 2, 5. Otrkārt, tika izmantotas 

dinamiskās faktoru atlases iespējas, pamatojoties uz iepriekš noteiktu izskaidrotās datu 

variācijas procentuālo daļu. Papildus tika noteikti nosacījumi, lai atlasītu tikai tās 

komponentes, kas visvairāk korelē ar atkarīgo mainīgo, kā arī klasiskākas komponentu 

skaita izvēles varianti, piemēram, Kaizera (Kaiser) likums. 

Mašīnmācīšanās algoritmu variāciju izvēle tika realizēta ar nedaudz plašāk izmantotu 

pieeju. Tika atlasīti 2–3 katra algoritma galvenie hiperparametri un izveidoti 12 modeļi ar 

dažādām parametru kombinācijām. Rezultātā RF algoritmam tika izvēlēts koku skaits un 

to maksimālais dziļums, bet XGB papildus šiem parametriem tika mainīts arī mācīšanās 

ātruma (angļu val. learning rate) koeficients. SVR metodei kombinācijas veidoja 𝐶, 𝜀 un 

𝛾 hiperparametri, kas attiecīgi regulē vispārināšanas spēju, zonas platumu bez soda par 

kļūdu un katra individuālā novērojuma ietekmes diapazonu mācīšanās procesa laikā. 

Zemāk 4.1. attēlā ir aplūkojama šajā darbā izmantotā modeļu klasifikācija un variācijai 

pielietotās regulējamās pazīmes. 

 

 

4.1. att. Pielietotu metožu klasifikācija un regulējamie parametri 
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4.2. Salīdzināšanas metodoloģija 

Izmantojot visas modeļa variācijas, šī darba ideja ir izvēlēties katram algoritmam 

labāko modeļa variāciju ilgākajā laika posmā no 2010. līdz 2024. gadam, kas norāda uz tā 

stabilitāti, jo atšķirīgos periodos dažādas modeļa variācijas var būt labākas par citām. 

Nākamajā posmā, kad katram algoritmam tiek izvēlēta labākā modeļa variācija, 

algoritmi tiek salīdzināti dažādos posmos, kas tika identificēti kā periodi ar atšķirīgu 

ekonomisko situāciju. Pirmais posms, pirms kura jau ir pietiekami daudz datu algoritmu 

apmācībai, tika izvēlēts par laiku pēc 2008. – 2009. gada recesijas un pirms COVID-19 

pandēmijas jeb 2010. – 2019. gadi. Nākamie posmi ir divi galvenie pandēmijas gadi – 

2020. un 2021. gads, ka arī kā arī ekonomiski un politiski nemierīgais periods pēc 

pandēmijas: 2022. – 2024. gads  (4.2. att.). 

 

 

4.2. att. IKP ceturkšņa pieauguma tempi dažādos laika posmos 
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Papildus sešu algoritmu salīdzināšanai savā starpā un attiecībā pret AR modeli, tiek 

izmantota arī katras modeļu grupas apvienošanas jeb stakinga (angļu val. stacking) metode. 

Šajā gadījumā tiek izmantots katras grupas trīs algoritmu prognožu aritmētiskais vidējais. 

Parasti šī pieeja palīdz apvienot dažādu metožu stiprās puses un padarīt prognozi stabilāku. 

Šeit ir vērts atgādināt, ka šajā darbā katram modelim tika izmantotas vairākas 

prognozes, proti, 8 prognozēšanas versijas ar divu nedēļu soli, izmantojot dažādus datu 

kopas ar mainīgo informāciju, kas bija pieejama prognozēšanas brīdī. Lai salīdzinātu 

algoritmu rezultātus, tika izvēlēta pēdējā versija, kurā dati sakrīt ar datu pieejamību 

faktiskās CSP vērtības publicēšanas brīdī. Tā kā šī versija neiekļauj atsevišķu atribūtu 

vērtību prognozēšanas posmu, sagaidāms, ka rezultāti būs visreprezentatīvākie. 

4.3. Novērtēšanas metrikas 

Modeļu kvalitāti parasti novērtē pret kāda veida etalonmodeli, lai varētu secināt par 

sarežģītāku modeļu pievienotu vērtību. Šajā pētījumā tiek izmantota bieži pielietojama 

prakse, kad modeļu kvalitāte tiek vērtēta salīdzinājumā ar AR modeli. Salīdzinājums ar 

gadījuma klejošanas vai slīdošā vidējā pieejām šķiet mazāk lietderīgs, jo pat tādā gadījuma, 

ja šie modeļi potenciāli uzrāda labākus kvalitātes rādītājus, viņi būtībā neveic analīzi vai 

prognozēšanu, bet vienkārši atspoguļo iepriekšējo vērtību vai vidējo līmeni. Savukārt AR 

modelis ir viegli interpretējams, vienlaikus ietverot sevī noteiktu slēptu informācijas 

apjomu un datu likumsakarības. Šī iemesla dēļ tas tika izvēlēts kā etalonmodelis, pret kuru 

tiks salīdzināta pārējo modeļu prognozēšanas kvalitāte. 

Modeļu kvalitātes novērtēšanai šajā darbā tika izmantotas vairākas metrikas ar mērķi 

nodrošināt pēc iespējas plašāku ieskatu prognožu precizitātē. Pirmā no šīm metrikām ir 

viena no visbiežāk lietotajām attiecīgajā pētniecības jomā – vidējā kvadrātiskā 

prognozēšanas kļūda (RMSFE). Šīs metrikas formulu var izteikt šādi: 

 𝑅𝑀𝑆𝐹𝐸 = √
1

𝑇
∑ (𝑦𝑡 − 𝑦̂𝑡)2𝑇

𝑡=1 , (4.1.) 

kur 𝑦𝑡 – faktiskā vērtība laika posmā 𝑡; 

𝑦̂𝑡 – prognozētā vērtība tajā pašā laika posmā 𝑡; 

𝑇 – kopējais novērojumu skaits. 
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RMSFE metrika būtiski palielinās lielu noviržu gadījumā, tādēļ kā alternatīvu mēs 

aprēķinām arī vidējo absolūto kļūdu (MAE). Šī metrika ir izturīgāka pret izlēcieniem un 

mēra vidējo visu kļūdu lielumu, ignorējot prognozes virzienu. Matemātiskā formula ir 

sekojoša: 

 𝑀𝐴𝐸 =
1

𝑇
∑ |𝑦𝑡 − 𝑦̂𝑡|𝑇

𝑡=1 ,  (4.2.) 

kur 𝑦𝑡 – faktiskā vērtība laika posmā 𝑡; 

𝑦̂𝑡 – prognozētā vērtība tajā pašā laika posmā 𝑡; 

𝑇 – kopējais novērojumu skaits. 

Kā trešā metrika šajā darbā tika izmantota vidējā virziena precizitāte (MDA), kas 

aprēķina to gadījumu procentuālo daļu, kuros pieauguma tempa zīme tika prognozēta 

pareizi. Šī metrika ignorē kļūdas lielumu, koncentrējoties vienīgi uz prognozētā virziena 

pareizību. Novērtējums ir būtisks, jo dažreiz kritisku lēmumu pieņemšanas brīdī tieši 

izmaiņu virziens nevis lielums var būt noteicošais. Minētās metrikas formulu var izteikt kā 

indikatora funkciju: 

 𝑀𝐷𝐴 =
1

𝑇
∑ 1[𝑦𝑡 × 𝑦̂𝑡 > 0]𝑇

𝑡=1 ,   (4.3.) 

kur 𝑦𝑡 – faktiskā vērtība laika posmā 𝑡; 

𝑦̂𝑡 – prognozētā vērtība tajā pašā laika posmā 𝑡; 

𝑇 – kopējais novērojumu skaits. 

Gadījumos, kad prognozētā vērtības zīme sakrīt ar faktiskās vērtības zīmi, indikatora 

funkcija atgriež vērtību 1, savukārt, ja zīmes nesakrīt – 0. Šīs vērtības tiek summētas un 

dalītas ar kopējo novērojumu skaitu, rezultātā iegūstot to prognožu daļu, kurās virziens tika 

noteikts pareizi. 

Papildus šajā darbā tiek novērtēta arī modeļa novirze (BIAS), ko var izteikt šādi: 

 𝐵𝐼𝐴𝑆 =
1

𝑇
∑ (𝑦̂𝑡 − 𝑦𝑡)𝑇

𝑡=1 ,  (4.4.) 

kur 𝑦𝑡 – faktiskā vērtība laika posmā 𝑡; 

𝑦̂𝑡 – prognozētā vērtība tajā pašā laika posmā 𝑡; 

𝑇 – kopējais novērojumu skaits. 
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BIAS vērtējums atspoguļo modeļa prognožu vispārējo tendenci. Ja BIAS vērtība ir 

lielāka par nulli, tas nozīmē, ka modelis sistemātiski pārvērtē prognozētos rezultātus un 

bieži paredz lielākas vērtības, nekā ir novērotas reālajā situācijā. Savukārt, ja BIAS ir 

mazāka par nulli, modelis sistemātiski prognozē mazākas vērtības, nekā tās ir patiesībā. Ja 

BIAS ir tuvu nullei, tas liecina, ka modelim nav izteiktas tendences kļūdīties vienā vai otrā 

virzienā un prognozes kopumā ir neitrālas. Svarīgi atzīmēt, ka neitrālas prognozes var 

kompensēt pārvērtējumus un novērtējumus un maza BIAS vērtība nenozīmē, ka prognozes 

ir precīzas. BIAS atspoguļo tikai kļūdu vidējo virzienu, tāpēc pilnvērtīga priekšstata 

iegūšanai par prognožu kvalitāti ir būtiski to analizēt kopā ar citām iepriekš aplūkotajām 

metrikām. 

Papildus iepriekš minētajām metrikām modeļu salīdzināšanā ar etalonmodeli tiek 

izmantots arī (Diebold & Mariano, 1995) statistiskais tests. Šis tests ļauj novērtēt vai 

modeļu prognozes ir statistiski nozīmīgi labākas nekā etalonmodeļa prognozes. 

4.4. Prognožu analīze 

Pēc eksperimenta idejas izveides un metriku izvēles nākamais solis ir visu algoritmu 

realizācija kodā un rezultātu izvade ar sekojošu analīzi. 4.3. attēlā ir parādīts pirmā posma 

rezultātu kopsavilkums, ieviešot dažādus statistisko modeļu variantus. Rezultātu 

kopsavilkumā atsevišķi ir izcelti dažādi modeļu veidi un to dažādās variācijas. Tabulas 

apakšā ir norādīta arī AR etalonmodeļa modeļa vērtība salīdzināšanai. Visas katra 

algoritmu variācijas tiek salīdzinātas savā starpā visā laika posmā no 2010. līdz 2024. 

gadam, lai noteiktu visstabilākās visā laika periodā.  

Algoritma variācijas tiek salīdzinātas, ņemot vērā visas novērtēšanas metrikas, bet 

galvenais uzsvars tiek likts uz RMSFE rādītāja rezultātiem, pēc kuriem 4.3. attēlā redzamie 

modeļi ir sakārtoti, kā arī uz Diabolda - Mariano (Diebold & Mariano) testa rezultātu, kas 

palīdz identificēt statistiski nozīmīgi labāku modeli salīdzinājumā ar etalona AR modeli. 
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4.3. att. Statistisko modeļu rezultātu kopsavilkums 

Kā redzams no metriku vērtībām, visi modeļi kopējā laika intervālā pārspēja etalon 

RMSFE un MAE metriku kvalitātes ziņā. Labākā tilta modeļa variantā tiek izmantoti 

desmit mainīgie ar augstākajām Pīrsona (Pearson) korelācijas koeficienta absolūtajām 

vērtībām ar sekojošu šo desmit modeļu prognožu vidējās vērtības aprēķināšanu. Tas pats 

modeļa variants izrādījās vislabākais MIDAS metodei. 

PCR modelim ir daudz vairāk variāciju, jo papildus galveno komponentu skaita 

izvēles metodei tika apsvērtas arī iespējas ar dažādām mēneša datu transformācijām uz 

ceturkšņa frekvenci. Metodes iekļauj ceturkšņa trīs mēnešu vidējās vērtības izmantošanu, 

iepriekš aprakstīto izlīdzināšanas pieeju ar pēdējo divu ceturkšņu izaugsmes tempu 

svēršanu, kā arī pašu mēneša datu izmantošana galveno komponentu veidošanai un 
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sekojoša agregēšana pēc vidējās vērtības. Šīs pieejas pirmā galvenā komponente uzrāda 

zemāko RMSFE metrikas vērtību, bet vienīgais statistiski labāks modelis, salīdzinot ar 

etalonmodeli abām metrikām bija modelis “PCR_3mēnvid_abs_kor_0.3+”, tāpēc tas tika 

izvēlēts par labāko PCR modeli. Šis modelis balstīts uz ceturkšņa datiem, kas iegūti, vidēji 

aprēķinot attiecīgo trīs mēnešu vērtības, kam seko tikai korelējošu ar atkarīgo mainīgo  

faktoru atlase. 

Kā redzams 4.4. attēlā sniegtajā kopsavilkumā, līdzīga rezultātu analīze tika veikta 

arī mašīnmācīšanās modeļiem. 

 

 

4.4. att. Mašīnmācīšanās modeļu rezultātu kopsavilkums 
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Starp RF modeļu variācijām pēc abiem rādītājiem prioritāri tika atlasīti četri 

statistiski nozīmīgi labāki modeļi attiecībā pret AR modeli un pēc tam galīgais modelis pēc 

minimālās RMSFE vērtības. XGB un SVR gadījumā kvadrātiskās kļūdas minimālā vērtība  

bija iemesls atlasīto modeļu izvēlei no diviem statistiski nozīmīgi labākajiem modeļiem 

pēc MAE rādītāja. 

Novērtējot labāko modeļu hiperparametrus, var secināt, ka vislabākos rezultātus 

uzrāda modeļi, kas orientēti uz trokšņa samazināšanu datos un spēcīgu regulārizāciju, kas 

palīdz izvairīties no pārapmācības. Par to liecina neliels skaits salīdzinoši seklu koku gan 

RF, gan XGB modeļos, kā arī zems kļūdas sods C kombinācijā ar nelokālu pieeju katra 

novērojuma izvērtēšanai pie zemāka gamma parametra. Tas ļauj modelim mācīšanās laikā 

vienmērīgāk pielāgoties novērojumiem. Visas modeļu variācijas pārspēja etalonamodeli 

pēc RMSFE metrikas un tikai dažas uzrādīja sliktāku rezultātu pēc MAE. 

Nākamais analīzes posms bija iepriekš aprakstīto modeļu apvienošanas jeb stakinga 

(angļu val. stacking) metodes pielietošanas brīdis, kad no katras metožu grupas algoritmu 

prognozēm tika ņemta vidējā vērtība. 4.5. attēlā aplūkotajā kopsavilkumā tiek apskatīts 

kuri algoritmi tika apvienoti vienā prognozē. Tas atvieglo abu algoritmu grupu 

salīdzināšanu savā starpā, kā arī ar visiem etalonmodeļiem, kas tika pielietoti šajā darbā.   

 

4.5. att. Labāko modeļu rezultātu kopsavilkums 

Algoritmu apvienošana izveidoja divus jaunus modeļu variantus un, kā redzams, pēc 

Diabolda - Mariano (Diebold & Mariano) testa rezultātiem mašīnmācīšanās stakinga 

modelis tiek statistiski uzskatīts par labāku nekā etalonmodelis AR pēc abām novērtēšanas 

metrikām. Tomēr pēc rezultātiem nav iespējams apgalvot, ka vienas modeļu grupas 
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pārākums pār otru būtu izteikts, jo RMSFE un MAE kļūdu vērtības ir ļoti līdzīgas – 

RMSFE nedaudz labāks statistisko modeļu grupai, savukārt mašīnmācīšanās algoritmi 

uzrādīja nedaudz labākus rezultātus pēc MAE metrikas. Abu apvienoto modeļu BIAS 

rādītāji ir ļoti līdzīgi – modeļiem ir neliela tendence prognozēt pozitīvā virzienā no 

faktiskajām vērtībām. Pie tam, skatoties detalizētās, ir redzams, ka atsevišķu algoritmu 

BIAS atšķiras: piemēram, PCR modelim tas ir −0.17, savukārt MIDAS modelim +0.30. 

Mašīnmācīšanās algoritmu vidū BIAS rādītāji ir nedaudz stabilāki, bet arī pastāv gan 

negatīvas vērtības XGB algoritma prognozēm, gan pozitīvas citos modeļos. Interesanti, ka 

mašīnmācīšanās modeļu stakinga metode ļāva sasniegt zemāko MAE vērtību, kā arī 

zemākās p-vērtības statistiskajā testā, kas norāda, ka šis modelis ar lielāku statistisko 

ticamību pārspēj etalonmodeli AR. 

Analīzes noslēdzošajā posmā bija svarīgi izvērtēt rezultātus atbilstoši visiem iepriekš 

definētajiem posmiem. Lai atvieglotu uztveri 4.6. attēlā tika aplūkota tikai RMSFE metrika 

divos veidos – absolūtajās vērtībās un kā relatīvais rādītājs salīdzinājumā ar AR 

etalonmodeli.  

 

4.6. att. Labāko modeļu RMSFE novērtējums dažādos laika periodos 

Sākot analīzi ar stakinga modeļiem, kopsavilkumā redzamās vērtības norāda, ka 

ilgākā periodā līdz pandēmijai statistiskie modeļi atpaliek gan no mašīnmācīšanās 

apvienotās metodes, gan no etalonmodeļa AR. Savukārt COVID-19 pandēmijas periodā, 

ka arī 2022. – 2024. gados statistisko modeļi stakinga metode uzrāda vislabākos rezultātus 

salīdzinājumā ar etalonmodeli un mašīnmācīšanas algoritmu apvienoto modeli. 

Mašīnmācīšanās modeļu grupa izskatās labi gan visu atsevišķo algoritmu, gan kopējā 

stakinga modeļa līmenī 2010. – 2019. gados, bet ievērojami vājāk veic prognozēšanu par 

statistiskajiem modeļiem 2020.–2024. gados. Savukārt ir jāatzīmē, ka arī pēdējo piecu 
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gadu laika posmā RMSFE un MAE metriku vērtības šai modeļu grupai ir zemākas 

salīdzinājumā ar etalonmodeli. 

Analīzes laikā tika novērota tendence gan atsevišķiem algoritmiem, gan 

apvienošanas metodēm – sasniedzot labākus rādītājus salīdzinoši mierīgos periodos, to 

sniegums pasliktinās COVID-19 pandēmijas laikā. Izskaidrojums tam varētu būt, ka spēja 

regularizēt un labāk identificēt pamatā esošo tendenci labi atmaksājas mierīgos laikos, bet 

neļauj modelim tik labi reaģēt uz liela mēroga izmaiņām, kā tas sanāk “jutīgākiem” 

modeļiem. 

4.5. Rezultātu attēlošanas rīks 

Šajā darbā papildus modeļu izstrādei īpaša uzmanība tika pievērsta arī ērtas 

interaktīvas Shiny lietotnes izstrādei. Tas ir analītisks rīks, kas nodrošina vairākas opcijas: 

− modeļu prognožu metriku atspoguļošanu ar lejupielādes funkciju (4.7. att.); 

− prognožu grafisko attēlojumu kopā ar faktiskām vērtībām (4.8. att.); 

− vairāku modeļu salīdzināšanas iespējas; 

− modeļa dažādu prognožu versiju salīdzināšanu (4.9. att., 3. pielikums); 

− izvēlētā perioda adaptīvu attēlošanu ar automātisku metriku pārrēķināšanu. 

 

 

4.7. att. Prognozēšanas precizitātes metriku sekcija 
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4.8. att. IKP ceturkšņa pieauguma tempu prognožu attēlojums 

 

4.9. att. Modeļa dažādu prognožu versiju salīdzināšanas funkcionalitāte 
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Kā jau darbā iepriekš tika aprakstīts, katram modelim ir astoņas dažādas IKP 

pieauguma tempu vērtību versijas. Prognozes mainās atkarībā no tā kādi dati pseidoreālajā 

situācijā būtu pieejami prognozēšanasas brīdī. Šādas dažādas viena un tā paša modeļa 

prognožu versijas 2017. gada 3. ceturksnim ir parādītas 4.9. attēlā. Funkcionalitāte ļauj ērti 

un detalizēti aplūkot šos grafikus un salīdzināt prognozes ar faktiskajām vērtībām. 

Noslēgumā, pirms secinājumu sadaļas, atkāpjoties no vēsturiskajiem periodiem un 

pievēršoties aktuālajam laikam, ar iepriekš aprakstītā funkcionalitātes palīdzību ir 

iespējams aplūkot prognožu dinamiku 2025. gada pirmajam ceturksnim. 

 

 

4.10. att. Nepublicētās IKP pieauguma tempa vērtības prognožu dinamika 

Faktiskā IKP vērtība tiks publicēta 30. maijā, tāpēc darba sagatavošanas brīdī atliek 

tikai gaidīt un izteikt pieņēmumus par to, kurš no modeļiem izrādīsies visprecīzākais 

reālajos apstākļos. 
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REZULTĀTI UN SECINĀJUMI 

Šajā darbā detalizēti aprakstīti IKP prognozēšanas nianses un tehniskais process no 

datu iegūšanas līdz prognožu izveidei un rezultātu analīzei. Pirmajā daļā aplūkoti IKP 

aprēķinu soļi, lai padziļināti izprastu virzienus, kuros varētu atrast noderīgus mainīgos 

prognozēšanai. Tālākajās daļās aprakstīts pats tehniskais prognozēšanas process, pievēršot 

uzmanību dažādu algoritmu īpatnībām. 

Galvenais mērķis bija izpētīt dažādas prognozēšanas pieeju grupas, to pielietojums 

Latvijas IKP prognozēšanā un turpmāku iegūto rezultātu salīdzinājums. 

Sākotnējais uzdevums par piemērotas datu kopas izveidi izrādījās daudz dziļāks un 

sarežģītāks, nekā sākotnēji šķita. Pirmkārt, lielais mainīgo skaits ar atšķirīgu atjaunošanās 

biežumu prasīja automatizēta datu iegūšanas procesa izveidi. Otrkārt, lai nodrošinātu 

korektākus prognozēšanas rezultātus dažādos laika momentos, bija nepieciešams izveidot 

vairākas pseidoreālo datu versijas, lai izvairīties no nākotnes informācijas izmantošanas 

prognožu veidošanā. Papildus, darbā izmantotās prognozēšanas veida īpatnība ir dažādu 

frekvenču dati, t.i. prognozējamais mainīgais tiek publicēts reizi ceturksnī, bet 

prognozēšana izmantotie atribūti ir pieejami par katru mēnesi, kas prasīja izpētīt un ieviest 

dažādas pieejas mēneša datu transformēšanai ceturkšņa datos. Bez transformācijas svarīgs 

solis bija arī sākotnējā mainīgo atlase, lai samazinātu trokšņa līmeni un palielinātu 

prognožu precizitāti. 

Šī darba hipotēze bija mašīnmācīšanās algoritmu iespējami labāka prognožu 

precizitāte salīdzinājumā ar klasiskajiem plaši izmantotajiem statistikas modeļiem. Lai 

apstiprinātu vai noraidītu šo pieņēmumu, tika izvēlēti trīs populāri un bieži izmantoti 

algoritmi no katras pieeju grupas. 

Veidojot prognozes, lai sasniegtu labāko rezultātu, izmantojot katru algoritmu un 

ņemot vērā tā īpašības, tika konstruētas dažādas modeļu variācijas. Algoritmu variācijas ar 

vislabāko prognožu precizitāti tika salīdzinātas savā starpā, kā arī apvienotas, lai iegūtu 

katras metožu grupas vidējās prognozes. 

Salīdzināšanai tika izmantots viss periods no 2010. gada 1. ceturkšņa līdz 2024. gada 

4. ceturksnim, kā arī atsevišķi periodi ar atšķirīgām ekonomiskajām un politiskajām 

situācijām. Algoritmi tika salīdzināti savā starpā un ar etalonmodeli, izmantojot vairākus 
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rādītājus, no kuriem galvenie bija RMSFE un MAE, kā arī statistiskais tests nozīmīgu 

atšķirību noteikšanai starp modeļiem. 

Analizējot visu aplūkotu periodu, mašīnmācīšanās algoritmu grupa, ieskaitot RF, 

XGB un SVR algoritmus, pēc novērtēšanas metrikām uzrādīja ļoti līdzīgus rezultātus ar 

statistisko metožu grupu - tilta modeļiem, MIDAS un PCR. Salīdzinot ar etalonmodeli, 

mašīnmācīšanās algoritmu apvienotais modelis izrādījās statistiski nozīmīgi labāks, 

savukārt ekonometrisko metožu apvienotais modelis nespēja parādīt statistiski nozīmīgu 

pārākumu. 

Detalizētākā analīzē dažādos laika posmos tika konstatēts, ka mašīnmācīšanās 

algoritmi uzrādīja labākus rezultātus tikai periodā no 2010. līdz 2019. gadam. Tomēr 

COVID-19 pandēmijas laikā un pēc tās, tas ir, no 2020. līdz 2024. gadam, visprecīzākās 

prognozes nodrošināja klasiskās statistikas metodes. Mašīnmācīšanās modeļi visos 

periodos pārsniedza etalona modeli pēc vidējiem novērtējuma rādītājiem, kamēr 

statistiskās metodes periodā 2010–2019 uzrādīja vājāku sniegumu, lai gan bez statistiski 

nozīmīgas atšķirības. 

Interesants novērojums, kas tika atklāts algoritmu versiju analīzes gaitā, bija tas, ka 

mašīnmācīšanās metodes ar augstāku regularizācijas pakāpi sasniedza precīzākus 

rezultātus. No otras puses, iespējams, tieši šī pastiprinātā regularizācija ietekmēja to spēju 

efektīvi prognozēt nestabilākos periodos. 

Darba gaitā tika iezīmēti iespējamie uzlabojumu virzieni, kurus varētu īstenot 

turpmāko pētījumu ietvaros. 

1. Krosvalidācijas pielietošana algoritmu optimālo parametru izvēlei. Tas ļautu 

panākt labāku līdzsvaru starp modeļa apmācību un regularizāciju, kas, 

savukārt, varētu uzlabot prognožu precizitāti augstas turbulences periodos. 

2. Mainīgo atlases pieeju pārskatīšana, izmantojot citus korelācijas koeficienta 

absolūtās vērtības slieksni, periodus vai alternatīvas atlases metodes. Šādas 

izmaiņas varētu palielināt noderīgo mainīgo skaitu un samazināt troksni. 

3. Jaunu datu avotu pievienošana, kas ļautu paplašināt mainīgo skaitu un 

potenciāli uzlabot modeļu prognozēšanas precizitāti.  
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4. Eksperimenta veikšana pēc pandēmijas perioda prognozēšanai, izslēdzot no 

novērojumiem 2020. – 2021. gada datus. Tas var palīdzēt uzlabot rezultātu 

precizitāti, izslēdzot ar pandēmiju saistītās datu anomālijas. 

Apkopojot veikto pētījumu, jāatzīmē, ka nav iespējams viennozīmīgi apstiprināt vai 

noraidīt izvirzīto hipotēzi uzvedības nestabilitātes dēļ dažādos periodos. Tomēr šis darbs 

neatklāja acīmredzamu pamatu uzskatīt, ka mašīnmācīšanās algoritmi nav piemērojami 

Latvijas IKP prognozēšanai, kas norāda uz šī pētniecības virziena potenciālu un sniedz 

motivāciju tālākai izpētei. Darba gaitā izstrādātā metodoloģija un prognožu salīdzināšanas 

rīks var tikt izmantoti jaunu metožu testēšanai un Latvijas ekonomikai vispiemērotāko 

risinājumu identificēšanai.  
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1. pielikums 

Datu ielādes koda piemērs 

#### 1. Load Libraries ################################################################### 

library(httr)       # For API requests 

library(jsonlite)   # For JSON processing 

library(dplyr)      

library(tidyr) 

 

#### 2. API Request ##################################################################### 

# Define API URL (Use "OSP_PUB" database for public data) 

api_url <- "https://data.stat.gov.lv/api/v1/en/OSP_PUB/START/VEK/IS/ISP/ISP010c" 

# Construct the correct JSON query body 

query_body <- list( 

  query = list( 

    list( 

      code = "PRICES",   # GDP Prices selection 

      selection = list( 

        filter = "item", 

        values = list("CLV2020")  # Chain-linked reference year 2020 (constant prices) 

      ) 

    ), 

    list( 

      code = "SESON",  # Seasonal adjustment selection 

      selection = list( 

        filter = "item", 

        values = list("SA")  # "SA" for seasonally adjusted data 

      ) 

    ), 

    list( 

      code = "INDICATOR",  # GDP Indicator 

      selection = list( 

        filter = "item", 
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        values = list("B1GQ")  # Gross Domestic Product (GDP) 

      ) 

    ), 

    list( 

      code = "TIME",  # Time period selection 

      selection = list( 

        filter = "all", 

        values = list("*")  # Selects ALL available quarters 

      ) 

    ) 

  ), 

  response = list( 

    format = "json"  # Request data in JSON format 

  ) 

) 

# Convert the query body to JSON format 

query_json <- toJSON(query_body, auto_unbox = TRUE) 

 

#### 3. Fetch & Init Data Processing ######################################################## 

# Send POST request with the query 

response <- POST(api_url, body = query_json, encode = "json", content_type_json()) 

# Check if the request was successful 

if (status_code(response) == 200) { 

  # Parse the JSON content 

  gdp_data <- fromJSON(content(response, "text", encoding = "UTF-8")) 

    # View the structure of the retrieved data 

  str(gdp_data) 

} else { 

  # Handle API errors 

  warning("Data retrieval failed. Status code: ", status_code(response)) 

} 

# Extract the data part 
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gdp_raw <- gdp_data$data 

# Split the "key" column into multiple columns (PRICES, SESON, INDICATOR, TIME) 

gdp_df <- gdp_raw %>% 

  separate(key, into = c("PRICES", "SESON", "INDICATOR", "TIME"), sep = ", ") %>% 

  rename(GDP_Value = values) 

 

# Convert GDP values to numeric 

gdp_df$GDP_Value <- as.numeric(gdp_df$GDP_Value) 

 

#### 4. Data preparation ################################################################# 

gdp <- gdp_df %>% 

  select(TIME, GDP_Value) %>% 

  rename(gdp_value = GDP_Value) %>% 

  mutate( 

    # Clean up the TIME string 

    Date = gsub('[")]', '', TIME)) %>% 

  arrange(Date) %>% 

  select(Date,gdp_value) 

path <- ‘PATH’ # add path to save the file 

saveRDS(gdp, path/GDP/ISP010c_GDP.RDS") 
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2. pielikums 

Mainīgo sākotnējās atlases kods 

# Load necessary libraries 

library(tibble) 

library(tidyverse) 

library(dplyr) 

library(tidyr) 

library(zoo) 

 

# Define the folder path 

R_files_folder <- "PATH_TO_THE_FOLDER_WHERE_R_SCRIPTS_WITH_API_CALLS_FOR_EACH_VARIABLE_GROUP_IS_LOCATED" 

 

# List all .R files 

r_script_files <- list.files(path = R_files_folder, pattern = "\\.R$", full.names = TRUE) 

 

for (script in r_script_files) { 

  cat("Running script:", script, "\n") 

  source(script) 

} 

 

# Set folder path 

folder_path <- "PATH_WHERE_RDS_FILES_WITH_OBTAINED_DATA_ARE_LOCATED" 

length(list.files(folder_path)) 

 

# List all .rds files 

rds_files <- list.files(folder_path, pattern = "\\.[Rr][Dd][Ss]$", full.names = TRUE) 

 

data_list <- list() 

# Load all files into a named list 

for (file in rds_files) { 

  var_name <- tools::file_path_sans_ext(basename(file)) 

  data <- readRDS(file) 

  data_list[[var_name]] <- data 

  assign(var_name, data, envir = .GlobalEnv) 
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} 

 

# Use KRE010m as base 

monthly_orig <- data_list[["KRE010m"]] 

 

# Left join others to KRE010m 

for (name in names(data_list)) { 

  if (name != "KRE010m") { 

    monthly_orig <- left_join(monthly_orig, data_list[[name]], by = "year_month")   

  } 

} 

dim(monthly_orig) 

 

# Step 1: Filter only the rows from 2002M01 to 2024M12 for NA checking 

check_range <- monthly_orig %>% 

  filter(year_month >= "2002M01", year_month <= "2024M12") 

 

# Step 2: Identify columns (except year_month) with NO NAs in that range 

cols_no_na <- check_range %>% 

  select(-year_month) %>% 

  select(where(~ all(!is.na(.)))) %>% 

  names() 

 

# Step 3: Keep those columns + year_month in the full dataset (including 2025) 

monthly_orig <- monthly_orig %>% 

  select(year_month, all_of(cols_no_na)) %>% 

  filter(year_month >= "2002M01") 

 

monthly_orig <- monthly_orig %>% 

  mutate( 

    year = as.numeric(substr(year_month, 1, 4)), 

    month = as.numeric(substr(year_month, 6, 7)), 

    date = as.Date(paste0(year, "-", month, "-01")) 

  ) %>% 

  arrange(date) %>% 
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  mutate(ATD100m_CIS_mil_eur_ratio = ATD100m_EXP_CIS_mil_eur / ATD100m_IMP_CIS_mil_eur, 

         ATD100m_TOTAL_mil_eur_ratio = ATD100m_EXP_TOTAL_mil_eur / ATD100m_IMP_TOTAL_mil_eur, 

         ATD100m_EU15_mil_eur_ratio = ATD100m_EXP_EU15_mil_eur / ATD100m_IMP_EU15_mil_eur) %>% 

  select(-c(ATD100m_BAL_CIS_mil_eur, ATD100m_BAL_EU15_mil_eur, ATD100m_BAL_TOTAL_mil_eur))  

 

# 2. Compute MoM growth for each column (except date columns) 

# Define custom MoM function 

safe_mom <- function(x) { 

  lag1 <- dplyr::lag(x, 1) 

   

  # Regular MoM calculation 

  growth <- (x - lag1) / lag1 * 100 

    # Fallback: +100, -100, or 0 

  fallback <- ifelse(x > 0, 100, ifelse(x < 0, -100, 0)) 

    # Only apply fallback where lag1 == 0 AND is not NA 

  growth[!is.na(lag1) & lag1 == 0] <- fallback[!is.na(lag1) & lag1 == 0] 

    # Clean Inf/NaN just in case 

  growth[!is.finite(growth)] <- NA 

    return(growth) 

} 

 

# Apply new logic to compute MoM growth 

mom_growth <- monthly_orig %>% 

  select(-year_month, -year, -month) %>% 

  mutate(across( 

    .cols = -c( 

      date, 

      starts_with("RUI030m"), 

      starts_with("KRB010m"), 

      starts_with("KRB030m"), 

      starts_with("KRE020m"), 

      starts_with("PCI020m_twelve_mnth_avg_over_prev_12_mnth_avg"), 

      starts_with("PCS010m_twelve_mnth_avg_over_prev_12_mnth_avg") 

    ), 

    .fns = ~ safe_mom(.), 
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    .names = "{.col}_mom" 

  )) %>% 

  mutate(across( 

    .cols = c( 

      starts_with("RUI030m"), 

      starts_with("KRB010m"), 

      starts_with("KRB030m"), 

      starts_with("KRE020m"), 

      starts_with("PCI020m_twelve_mnth_avg_over_prev_12_mnth_avg"), 

      starts_with("PCS010m_twelve_mnth_avg_over_prev_12_mnth_avg") 

    ), 

    .fns = ~ . - lag(.), 

    .names = "{.col}_mom" 

  )) 

 

# 3. Apply the custom 5-month weighted moving average on MoM growth 

#    g_t = 1/3*x_t + 2/3*x_t-1 + x_t-2 + 2/3*x_t-3 + 1/3*x_t-4 

weights <- c(1/3, 2/3, 1, 2/3, 1/3) 

qoq_growth <- mom_growth %>% 

  mutate(across( 

    .cols = ends_with("_mom"), 

    .fns = ~ rollapplyr(., width = 5, FUN = function(x) sum(x * weights), fill = NA), 

    .names = "{.col}_qoq" 

  )) 

 

# 4. Combine with date info 

monthly_transformed <- bind_cols(monthly_orig %>% select(date, year_month), qoq_growth) 

 

monthly_qoq_only <- monthly_transformed %>% 

  select(year_month, ends_with("_qoq")) 

 

monthly_qoq_only <- monthly_qoq_only %>% 

  # Extract year and month 

  mutate( 

    year = as.numeric(substr(year_month, 1, 4)), 
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    month = as.numeric(substr(year_month, 6, 7)) 

  ) %>% 

  # Filter only last month of each quarter 

  filter(month %in% c(3, 6, 9, 12)) %>% 

  # Create year_quarter label 

  mutate( 

    quarter = paste0("Q", ceiling(month / 3)), 

    year_quarter = paste0(year, quarter) 

  ) %>% 

  # Select desired columns 

  select(year_quarter, everything(), -year, -month, -quarter, -year_month) 

 

gdp_qoq <- readRDS("PATH_TO_ISP010c_GDP_qoq_FILE.RDS") 

pred_and_gdp_qoq <- monthly_qoq_only %>% 

  left_join(gdp_qoq, by = 'year_quarter') 

 

dim(monthly_qoq_only) 

dim(gdp_qoq) 

dim(pred_and_gdp_qoq) 

 

pred_and_gdp_qoq_lagged <- pred_and_gdp_qoq %>% 

  arrange(year_quarter) %>% 

  mutate(across( 

    .cols = -c(year_quarter, gdp_qoq), 

    .fns = list( 

      lag1 = ~lag(., 1), 

      lag2 = ~lag(., 2), 

      lag3 = ~lag(., 3), 

      lag4 = ~lag(., 4) 

    ), 

    .names = "{.col}_{.fn}" 

  )) %>% 

  drop_na()  

 

qoq_2003_2019 <- pred_and_gdp_qoq_lagged %>% 
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  filter(year_quarter >= "2003Q2", year_quarter <= '2019Q4')  

qoq_2020_2021 <- pred_and_gdp_qoq_lagged %>% 

  filter(year_quarter >= "2020Q1", year_quarter <= '2021Q4') 

qoq_2022_2024 <- pred_and_gdp_qoq_lagged %>% 

  filter(year_quarter >= "2022Q1", year_quarter <= '2024Q4') 

 

############ CORRELATION ############ 

get_strong_correlations <- function(df, exclude_cols = c("year_quarter"), threshold = 0.5) { 

  # Keep only numeric columns excluding specified ones 

  df_corr <- df[ , !(names(df) %in% exclude_cols)] 

  df_corr <- df_corr[sapply(df_corr, is.numeric)] 

   

  # Check that gdp_qoq exists 

  if (!"gdp_qoq" %in% names(df_corr)) { 

    stop("Column 'gdp_qoq' must be present in the data.") 

  } 

   

  # Compute correlations with gdp_qoq 

  cor_values <- sapply(df_corr, function(col) cor(df_corr$gdp_qoq, col, use = "complete.obs")) 

   

  # Create a correlation dataframe 

  cor_df <- data.frame( 

    variable = names(cor_values), 

    gdp_qoq = cor_values 

  ) 

   

  # Drop self-correlation and sort 

  cor_df <- cor_df[cor_df$variable != "gdp_qoq", ] 

  cor_df <- cor_df[order(-abs(cor_df$gdp_qoq)), ] 

   

  # Filter for strong correlations 

  strong_corr_vars <- cor_df %>% 

    filter(abs(gdp_qoq) > threshold) 

   

  return(strong_corr_vars) 
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} 

 

strong_vars_2023_2019 <- get_strong_correlations(qoq_2003_2019, threshold = 0.5) #0.5 

strong_vars_2023_2019_no_lag <- unique(gsub("_lag[1-4]$", "", strong_vars_2023_2019$variable)) 

strong_vars_2020_2021 <- get_strong_correlations(qoq_2020_2021, threshold = 0.8) #0.8 

strong_vars_2020_2021_no_lag <- unique(gsub("_lag[1-4]$", "", strong_vars_2020_2021$variable)) 

strong_vars_2022_2024 <- get_strong_correlations(qoq_2022_2024, threshold = 0.7) #0.7 

strong_vars_2022_2024_no_lag <- unique(gsub("_lag[1-4]$", "", strong_vars_2022_2024$variable)) 

 

vars_to_proceed <- unique(c(strong_vars_2023_2019$variable, 

                     strong_vars_2020_2021$variable, 

                     strong_vars_2022_2024$variable)) 

 

length(vars_to_proceed) 

 

 

filter_correlated_vars <- function(df, target = "gdp_qoq", vars, threshold = 0.9) { 

  # Ensure all vars exist in df 

  vars <- vars[vars %in% names(df)] 

   

  # Compute absolute correlation with gdp_qoq 

  target_corr <- sapply(vars, function(v) cor(df[[v]], df[[target]], use = "complete.obs")) 

  target_corr_df <- data.frame(variable = vars, abs_corr = abs(target_corr)) %>% 

    arrange(desc(abs_corr)) 

   

  # Initialize 

  selected <- c() 

  dropped <- c() 

   

  for (var in target_corr_df$variable) { 

    is_correlated <- any(sapply(selected, function(sel_var) { 

      abs(cor(df[[var]], df[[sel_var]], use = "complete.obs")) >= threshold 

    })) 

     

    if (is_correlated) { 
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      dropped <- c(dropped, var) 

    } else { 

      selected <- c(selected, var) 

    } 

  } 

   

  # Return both 

  return(list( 

    selected = data.frame(variable = selected, 

                          abs_corr_gdp_qoq = abs(target_corr[selected])), 

    dropped = data.frame(variable = dropped, 

                         abs_corr_gdp_qoq = abs(target_corr[dropped])) 

  )) 

} 

 

cor_filtered <- filter_correlated_vars( 

  df = qoq_2003_2019, 

  target = "gdp_qoq", 

  vars = vars_to_proceed, 

  threshold = 0.8 #0.8 

) 

 

# View dropped variables 

cor_filtered$dropped 

length(cor_filtered$dropped$variable) 

# View selected variables 

cor_filtered$selected 

length(cor_filtered$selected$variable) 

 

final_vars <- unique(gsub("_lag[1-4]$", "", cor_filtered$selected$variable)) 

length(final_vars) 

final_vars <- gsub("-", "_", final_vars) 
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3. pielikums 

“Shiny” rīka prognožu versiju funkcionalitātes kods 

# Load necessary libraries 

library(shiny) 

library(dplyr) 

library(tidyr) 

library(stringr) 

library(lubridate) 

library(plotly) 

library(openxlsx) 

 

# Load and prepare data 

path <- ‘PATH’ # add path of the saved result .xlsx or .RDS file from the main part script 

results <- read.xlsx(path) 

results$Model[results$Model == "Real value"] <- "Faktiskā vērtība"  # Rename model 

 

# Helper function to convert quarter format to readable Latvian text 

format_quarter <- function(qtr_str) { 

  year <- substr(qtr_str, 1, 4) 

  quarter <- substr(qtr_str, 5, 5) 

  paste0(year, ". gada ", quarter, ". ceturksnis") 

} 

 

# UI layout 

ui <- fluidPage( 

  titlePanel("    IKP prognozes"), 

  sidebarLayout( 

    sidebarPanel( 

      selectInput("quarter", "Izvēlieties ceturksni:", choices = NULL),  # Dynamic quarter input 

      actionButton("select_all", "Atlasīt visu"),                         # Select all models 

      actionButton("deselect_all", "Atcelt visu atlasi"),                # Deselect all models 

      checkboxGroupInput("models", "Modeļi:", choices = NULL)            # Model selection 

    ), 

    mainPanel( 
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      plotlyOutput("forecast_plot", height = "600px")                    # Plot output 

    ) 

  ) 

) 

 

# Server logic 

server <- function(input, output, session) { 

   

  # Update inputs once data is loaded 

  observe({ 

    req(results) 

     

    all_quarters <- colnames(results)[-1] %>% 

      str_extract("^[0-9]+") %>% 

      unique() 

     

    updateSelectInput(session, "quarter", choices = all_quarters, selected = all_quarters[1]) 

    updateCheckboxGroupInput(session, "models", choices = unique(results$Model), selected = unique(results$Model)[1:5]) 

  }) 

   

  # Select all models 

  observeEvent(input$select_all, { 

    updateCheckboxGroupInput(session, "models", selected = unique(results$Model)) 

  }) 

   

  # Deselect all models 

  observeEvent(input$deselect_all, { 

    updateCheckboxGroupInput(session, "models", selected = character(0)) 

  }) 

   

  # Plot rendering 

  output$forecast_plot <- renderPlotly({ 

    req(input$quarter, input$models) 

     

    # Extract relevant columns for selected quarter 
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    cols <- grep(paste0("^", input$quarter, "_v[1-8]$"), colnames(results), value = TRUE) 

     

    # Transform to long format and parse vintage version 

    df_long <- results[, c("Model", cols)] %>% 

      pivot_longer(-Model, names_to = "QuarterVintage", values_to = "Prediction") %>% 

      separate(QuarterVintage, into = c("Quarter", "Vintage"), sep = "_v") %>% 

      mutate(Vintage = as.integer(Vintage)) %>% 

      filter(Model %in% input$models | Model == "Faktiskā vērtība") 

     

    # Create vintage dates based on the quarter 

    year <- as.numeric(substr(input$quarter, 1, 4)) 

    qtr <- as.numeric(substr(input$quarter, 5, 5)) 

    base_date <- switch(qtr, 

                        `1` = as.Date(paste0(year, "-01-01")), 

                        `2` = as.Date(paste0(year, "-04-01")), 

                        `3` = as.Date(paste0(year, "-07-01")), 

                        `4` = as.Date(paste0(year, "-10-01")) 

    ) 

     

    vintage_dates <- as.Date(unlist(lapply(1:4, function(offset) { 

      m <- base_date %m+% months(offset) 

      c(make_date(year(m), month(m), 1), make_date(year(m), month(m), 16)) 

    }))) 

     

    # Assign vintage dates 

    df_long <- df_long %>% 

      filter(Vintage <= length(vintage_dates)) %>% 

      mutate(VintageDate = vintage_dates[Vintage]) 

     

    # Add actual (real) value 

    real_value_date <- ceiling_date(max(vintage_dates), "month") - days(1) 

    real_val <- df_long %>% 

      filter(Model == "Faktiskā vērtība") %>% 

      distinct(Quarter, Prediction) %>% 

      mutate( 
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        Vintage = 8.5, 

        VintageDate = real_value_date, 

        Model = "Faktiskā vērtība" 

      ) 

     

    # Ensure all models and dates are represented (for lines to connect properly) 

    selected_models <- unique(c(input$models, "Faktiskā vērtība")) 

    full_grid <- expand.grid( 

      Model = selected_models, 

      VintageDate = c(vintage_dates, real_value_date), 

      stringsAsFactors = FALSE 

    ) 

     

    # Merge predictions with full grid 

    df_plot <- full_grid %>% 

      left_join(df_long %>% filter(Model != "Faktiskā vērtība"), by = c("Model", "VintageDate")) %>% 

      bind_rows(real_val) %>% 

      filter(VintageDate <= Sys.Date() | Model == "Faktiskā vērtība") 

     

    # Create custom tick labels in Latvian 

    tick_vals <- c(vintage_dates, real_value_date) 

    tick_labels <- c(format(vintage_dates, "%e. %B"), format(real_value_date, "%e. %B")) %>% 

      str_replace_all("^\\s+", "") %>% 

      str_to_lower(locale = "lv") %>% 

      str_replace_all("marts", "mar") %>% 

      str_replace_all("aprīlis", "apr") %>% 

      str_replace_all("maijs", "mai") %>% 

      str_replace_all("februāris", "feb") %>% 

      str_replace_all("jūnijs", "jūn") %>% 

      str_replace_all("jūlijs", "jūl") %>% 

      str_replace_all("augusts", "aug") %>% 

      str_replace_all("septembris", "sep") %>% 

      str_replace_all("oktobris", "okt") %>% 

      str_replace_all("novembris", "nov") %>% 

      str_replace_all("decembris", "dec") %>% 
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      str_replace_all("janvāris", "jan") %>% 

      str_replace_all("\\.+$", "") 

     

    # Initialize Plotly plot 

    plt <- plot_ly() 

     

    # Add lines and markers for each model 

    for (mod in unique(df_plot$Model)) { 

      df_mod <- df_plot %>% filter(Model == mod) 

       

      if (mod == "Faktiskā vērtība") { 

        plt <- plt %>% 

          add_trace( 

            data = df_mod, 

            x = ~VintageDate, y = ~Prediction, 

            type = 'scatter', mode = 'markers', 

            name = mod, 

            marker = list(color = "black", size = 10), 

            hoverinfo = "text", 

            text = ~paste("Faktiskā vērtība:", round(Prediction, 3)) 

          ) 

      } else { 

        plt <- plt %>% 

          add_trace( 

            data = df_mod, 

            x = ~VintageDate, y = ~Prediction, 

            type = 'scatter', mode = 'lines+markers', 

            name = mod, 

            hoverinfo = "text", 

            text = ~paste0("Model: ", Model, "<br>", 

                           "Date: ", format(VintageDate, "%d %b %Y"), "<br>", 

                           "Prediction: ", round(Prediction, 3)) 

          ) 

      } 

    } 
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    # Finalize plot layout 

    plt <- plt %>% 

      layout( 

        title = paste("IKP prognozes –", format_quarter(input$quarter)), 

        xaxis = list( 

          title = "Datums", 

          type = "date", 

          tickvals = tick_vals, 

          ticktext = tick_labels, 

          range = c(min(tick_vals) - 1, max(tick_vals) + 1) 

        ), 

        yaxis = list(title = "Pieauguma temps, %"), 

        legend = list( 

          orientation = "h", 

          x = 0.5, 

          xanchor = "center", 

          y = -0.2 

        ) 

      ) 

     

    plt 

  }) 

} 

 

# Run the app 

shinyApp(ui, server) 


